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Előszó
Ezt a jegyzetet a TÁMOP-4.1.2. A/1/1-11/1 támogatta. A jegyzetet gazdasági agrármérnök és vidékfejlesztési agrármérnök mesterhallgatók képzésében kívánjuk felhasználni, ezért különösen a gyakorlati részben az adatbázisok és a témák megválasztásánál figyelembe vesszük ezt a tényt. Az elemzéseknél így a mezőgazdasági folyamatokhoz, mind a vidékfejlesztési témákhoz szorosabban, vagy lazábban kapcsolódó feladatokat, modelleket mutatunk be.
Feltételezzük, hogy a jegyzetet használók alapvető statisztikai és valószínűség számítási ismeretekkel már rendelkeznek, de a 2. és 3. fejezetben áttekintjük ezeket az ismereteket megfelelő forrásjegyzékkel ellátva, hogy azok, akik gyengébb módszertani alapokkal rendelkeznek, felzárkózhassanak.
Sokat gondolkodtunk azon, hogy milyen szoftveres támogatást válasszunk a különböző problémák megoldásakor, bemutatásakor. Felmerült az Excel, mint az egyik legnépszerűbb táblázatkezelő program, az SPSS statisztikai programcsomag, és az R platform is. Választásunk végül a GRETL ökonometriai programcsomagra esett, mert ingyenessége mellett egyszerűen és hatékonyan lehet vele az egyszerűbb statisztikai elemzésektől az összetett idősor vizsgálatokig bármilyen problémát megoldani. Természetesen az Excelről sem mondhatunk le teljesen, hisz a mindennapi gyakorlatban leginkább elterjedt táblázatkezelővel is könnyen megoldhatóak egyszerűbb problémák, és érdemes kihasználni a gyors diagramkészítési lehetőségeit is.
Chapter 1. A GRETL ökonometriai program alapjai
A GRETL egy nyílt forráskódú statisztikai és ökonometriai program. A neve a Gnu Regression, Econometrics and Time-series Library kezdőbetűiből összeállított mozaikszó. A program C nyelven íródott, rendelkezik grafikus interfésszel és kapcsolható az X-12-ARIMA, TRAMO/SEATS, R, Octave, and Ox programokhoz, platformokhoz. A GRETL saját XML alapú adatbázis formátummal rendelkezik (*.gdt), azonban nagyon sok alkalmazásból (ASCII, CSV, EViews, Excel, Gnumeric, GNU Octave, JMulTi, OpenDocument Spreadsheet, PcGive, RATS 4, SAS, SPSS és Stata) importálhatunk, és sokba exportálhatunk (GNU Octave, R, CSV, JMulTi, és PcGive) adatokat.
A GRETL-nek van egy viszonylag egyszerű, jól kezelhető felhasználóbarát menürendszere, és rendelkezik parancskonzollal is, ahol a különböző utasításokat közvetlenül adhatjuk meg a programnak.
A GRETL használata előnyös, mert egyrészt folyamatos fejlesztés alatt áll, másrészt mind oktatási, mind elemzési céllal sok adatbázis közvetlen elérését is lehetővé teszi.
A jegyzetben inkább a feladatokra illetve azok megoldására fókuszálunk, de a bevezető részekben szót ejtünk a GRETL telepítéséről és az alapfunkciók használatáról. A GRETL egy jól strukturált és részletes HELP-el rendelkezik, ami jelentősen megkönnyíti az elemzések elvégzését.
A GRETL telepítése, adatfájlok, kiegészítők letöltése
A GRETL elérhető a http://gretl.sourceforge.net/ helyen, és az operációs rendszer kiválasztása és a letöltés után egyszerűen telepíthető. A telepítés után extraként rögtön telepíthetők a program-kiegészítések és az adatbázisok is.
Idősorok elemzéséhez:
X-12-ARIMA
TRAMO/SEATS
Az alábbi ökonometriai tankönyvekhez kapcsolódó adatbázisok:
Wooldridge J. (2002): Introductory Econometrics: A Modern Approach South-Western College Pub; 2 edition ISBN-10: 0324113641
D. N. Gujarati (2003): Basic Econometrics Fourth Edition McGraw-Hill, New York ISBN: 978-0-07-112342-6
J. H. Stock – M. W. Watson(2006): Introduction to Econometrics Third Edition Addison-Wesley ISBN: 0321278879
R. C. Hill – W. E. Griffiths – G. C. Lim (2011) Principles of Econometrics, Wiley; 4 edition ISBN 978-0-470-87372-4
R. Davidson – J.G. MacKinnon (2003): Econometric Theory and Methods Oxford University Press, USA ISBN 978-0195123722
M. Verbeek (2000) Guide to Modern Econometrics John Wiley & Sons ISBN 978-0471899822
Fájlműveletek a GRETL-ben
A GRETL egyik erőssége, hogy változatos módon, egyszerűen és gyorsan hozzáférhetünk nagyon sokféle adatbázishoz. Munkánk végeztével az adatokat elmenthetjük a GRETL saját adatformátumába, de exportálhatjuk is, ezáltal lehetővé téve esetlegesen más programokkal további elemzések, vagy egyszerűen csak formázási munkák elvégzését. Ebben az alfejezetben ezeket a műveleteket fogjuk bemutatni.
1.1. ábra A File menüpont Forrás: saját szerkesztés (GRETL képernyőkép)
Új adatbázis létrehozása
Új adatbázis létrehozásához válasszuk a File menüpont New data set menüpontját (1.1. ábra). Először a megfigyelések számát (Number of observation) adjuk meg, majd ki kell választanunk az adatbázis struktúráját (1.2. ábra).
1.2. ábra Az új adatbázis létrehozásának első lépései Forrás: saját szerkesztés (GRETL képernyőkép)
Az adatbázistípus kiválasztásánál választhatunk keresztmetszeti, idősor és panel adatszerkezeteket.
Keresztmetszeti (Cross-sectional) adatoknál nagyon egyszerű a helyzet, mert a következő lépésben már megtörténik az adatbázis létrehozása (1.3. ábra):
1.3. ábra Az adatbázis struktúra megadása keresztmetszeti adatok esetén Forrás: saját szerkesztés (GRETL képernyőkép)
Idősoros (Time series) adatstruktúra esetén első lépésben a megfigyelések gyakoriságát adjuk meg. Ez lehet napi, heti, havi, negyedéves, éves, de akár öt vagy hatnapos periodicitás is beállítható. Ha az általunk megfigyelt események más felbontásúak, mint amit az 1.4. ábra bal oldali paneljén látunk, akkor ezt az Other opcióra kattintva tetszőleges értéket adhatunk meg. Ezt követően megadjuk a megfigyelések kezdőidőpontját (1.4. ábra jobb felső része), majd a következő ablakban jóváhagyjuk a beállításokat.
1.4. ábra Új adatbázis létrehozásának a lépései idősorok esetén Forrás: saját szerkesztés (GRETL képernyőkép)
Ezt követően „birtokba vehetjük” az elkészült új táblázatunkat. A „Data” menü „Edit values” pontjára kattintva a szerkesztő ablakba kerülünk, ahol a „+” jelre klikkelés után a felugró ablakban lehetőség nyílik új változó (Add Variable), új megfigyelés (Add Observation) hozzáadására, vagy tetszőleges helyen új megfigyelés beszúrására (Insert Observation). Új változó hozzáadásakor Megadjuk a változó nevét, és utána meg is kezdhetjük az adatbevitelt (1.5. ábra).
1.5. ábra Új idősorokat tartalmazó adatbázis létrehozása Forrás: saját szerkesztés (GRETL képernyőkép)
Panel adatstruktúra (Panel structure) esetén a keresztmetszeti és idő dimenziót együtt kell megadnunk. Az elemzés során ugyanazokról az egyénekről, háztartásokról, vállalatokról, államokról stb. több időpontban végezzük el a megfigyelést. Ebből a szoftver már meg tudja határozni a panel típusát és megerősítést kér. Ha bejelöljük a „start entering data values” jelölőnégyzetet, a korábbiakhoz hasonlóan be kell gépelnünk az első változó nevét és megkezdhetjük az adatbevitelt a GRETL beépített saját táblázatkezelőjét használva (1.6. ábra).
Mindenképpen meg kell jegyezni, hogy a GRETL táblázatkezelője nagyon egyszerű és funkcionalitása meglehetősen korlátozott. Nagyobb adatbázisok esetén célszerűbb más táblázatkezelőket használni a kényelmesebb és a gyorsabb adatrögzítés érdekében. A különböző formátumok konvertálása viszonylag egyszerű, ezzel a következő pontban foglalkozunk részletesebben.
1.6. ábra Új adatbázis kialakítása paneladatok esetén Forrás: saját szerkesztés (GRETL képernyőkép)
Adatok importálása
A GRETL képes számos program formátumait beolvasni és GRETL formátumba konvertálni. Ehhez a „File” menü „open data” opcióján belül válasszuk ki az „import data” lehetőséget (1.7. ábra). Különösen értékes tulajdonság, hogy a GRETL képes közvetlenül Excel munkalapokat vagy Eviews és Stata adatfájlokat is importálni. Ha más, a listán nem szereplő programból kívánunk adatokat importálni, akkor sem kell kétségbeesni, hisz csaknem valamennyi szoftver képes átalakítani az adatbázisokat text formátumba.
1.7. ábra Adatok importálása a GRETL-be Forrás: saját szerkesztés (GRETL képernyőkép)
Adatfájlok exportálása a GRETL-ből
A GRETL formátumú adatainkat más formátumokba is konvertálhatjuk. „File” menü „export data” opciójával (1.8. ábra). Lehetőség van a változók kiválogatására is. Ha a továbbiakban valamilyen táblázatkezelő programban, például Excelben szeretnénk tárolni, vagy a továbbiakban feldolgozni az adatainkat, akkor CSV fájlformátum kiválasztása a legcélszerűbb. Ugyancsak a CSV formátumba történő átalakítást alkalmazzuk akkor, ha SPSS-ben, vagy más a listán fel nem tüntetett alkalmazás esetén is.
CSV-be történő transzformáláskor meg kell adnunk, hogy az oszlopok elválasztására milyen jelölőt (vessző, szóköz, TAB stb.) alkalmazzon a GRETL, illetve azt is, hogy pontot vagy vesszőt használjon a tizedes jegyek elválasztására. Végül meg kell adnunk, hogy hova kívánjuk elmenteni az adatbázist (1.9. ábra).
1.8. ábra Adatbázis exportja Forrás: saját szerkesztés (GRETL képernyőkép)
1.9. ábra CSV formátumban történő exportálás Forrás: saját szerkesztés (GRETL képernyőkép)
Példafájlok megnyitása
A GRETL installálása után célszerű a mintaadat fájlokat is letölteni. Ezek telepítése nagyon egyszerű és automatikus, mert ’.exe’ kiterjesztésű fájlok. A telepítő által felajánlott könyvtárt nem feltétlenül kell megváltoztatni, de természetesen igénynek megfelelően bárhová telepíthetők a merevlemezen.
A példafájlokat a „File” menüben a ”Sample file..” pontban érhetjük el. (1.10. ábra).
1.10. ábra Példafájlok megnyitása Forrás: saját szerkesztés (GRETL képernyőkép)
A telepített példaadatok a következő menüben választhatók ki. A menü tetején található fülekkel választhatjuk ki, hogy melyik tankönyv adatfájljai jelenjenek meg az ablakban. Dupla egérkattintással vagy az „Open” funkcióval nyitható meg a kívánt fájl. Az „Info”
gombbal kaphatunk többé-kevésbé részletes információkat az adatfájl forrásáról, a vizsgálat tárgyáról, az adatbázis típusáról, gyakran az egyes változók mértékegységéről stb. (1.11. ábra).
1.11. ábra A példa adatbázisok kiválasztása Forrás: saját szerkesztés (GRETL képernyőkép)
Az adatfájlok mentése
A GRETL-ben az adatfájlokat a ’File’ menü ’Save data’ vagy a ’Save data as…” pontjai segítségével menthetjük, attól függően, hogy a régi adatfájlt felül akarjuk írni (’Save data’), vagy a módosításokat új fájlba akarjuk menteni (’Save data as…”) (1.12. ábra).
1.12. ábra Az adatfájlok mentése Forrás: saját szerkesztés (GRETL képernyőkép)
Chapter 2. Adatszervezés GRETL programban
A GRETL-ben a legalapvetőbb adat-átalakítási és adatszervezési módszereket, funkciókat a menüből is elérhetjük. Ebben a fejezetben ezek közül tekintjük át a legalapvetőbbeket.
Új változók hozzáadása az adatbázishoz
Az új változó készítési lehetőségeket az „Add” menüpontban érhetjük el (2.1. ábra), vagy egyszerűen jobb egérkattintással a felugró menüből is kiválaszthatjuk az „Add” opciót. Ezek után két lehetőségünk van. Vagy egyszerűen begépelünk egy új változónevet és manuálisan feltöltjük adatokkal, vagy beírunk egy képletet és annak segítségével képezünk új változót.
2.1. ábra Új változó definiálása Forrás: saját szerkesztés (GRETL képernyőkép)
Új változók hozzáadása képlettel
Képlet segítségével egyszerűen képezhetünk új változót. Az adatbázisunkban adott a búza területe (Buz_ha) és a termésátlaga (Buz_t) területegységenként. Készítsünk egy olyan változót, amelyben a búza termésmennyiségét számítjuk ki. Az új változó neve legyen ’Buz_m’. A 2.2. ábra mutatja, hogyan, milyen szintaktika szerint kell beírni a képletet. Az alkalmazható függvényekről részletes leírás a „Help” menü „Function references” pontjában található.
2.2. ábra Új változó készítése képlettel Forrás: saját szerkesztés (GRETL képernyőkép)
Az új változót a GRETL automatikusan beszúrja az adatbázisba. A GRETL könnyű kezelhetőségére jellemző, hogy a kiválasztott változók könnyen megjeleníthetők egy új ablakban (2 3. ábra), és azonnal elmenthetők, nyomtathatók, vagy másolhatók egy másik programba (2 4. ábra). Az új ablakban történő megjelenítést a következőképpen végezhetjük el: a jobb egérbillentyű egyszeri lenyomása után a felugró ablakban válasszuk a „Display values” parancsot.
2.3. ábra Az új változó megjelenítése Forrás: saját szerkesztés (GRETL képernyőkép)
2.4. ábra Kiválasztott változók mentése Forrás: saját szerkesztés (GRETL képernyőkép)
A kívánt átszámítások mellett új változókat is készíthetünk: az index változó (Index variable) az egyes megfigyelések sorszámát tartalmazza, az időtrend (Time trend) pedig idősorok esetén egy lineáris trendet készít. A „random variable” opcióval véletlen változót kreálhatunk, amely választásunktól függően számos nevezetes eloszlást követhet.
Ha például egy olyan változót szeretnénk készíteni,a melynek neve „veletlen”, átlaga 5 és szórása 0,6, akkor azt a „normal” lehetőség kiválasztásával tehetjük meg (2.5. ábra).
2.5. ábra Normál eloszlású véletlen változó képzése Forrás: saját szerkesztés (GRETL képernyőkép)
Amennyiben az idősorunk gyakorisága miatt ez lehetséges, szezonális dummy (bináris vagy dichotóm) változókat is készíthetünk a „periodic dummy” opcióval. A „Squares of selected variables” opció segítségével például képesek vagyunk egy változó négyzetét felvenni új változóként, de például ugyanezen változó köbét már csak a „Define new variable” opcióval tudjuk képezni.
Chapter 3. Leíró statisztikák, gyors elemzések készítése
Leíró statisztikák
A legegyszerűbb módszer adataink alapvető statisztikáinak megjelenítésére a „Summary statistics” opció. A változó kijelölése után, az egér jobb gombjára kattintva több lehetőség közül választhatunk (3.1. ábra).
3.1. ábra Leíró statisztikák kérése Forrás: saját szerkesztés (GRETL képernyőkép)
A „Summary statistics” funckió használatával megkapott táblázatban az összes fontosabb paraméter megjelenik. A búza termésátlagokra (Buz_t) kértük az elemzést, a megfigyelések száma 57, számtani átlag (Mean) 4,2787 t/ha (3.2. ábra). További listázott adatok: medián, szélsőértékek, szórás (Standard deviation), relatív szórás (C.V. – Coefficient of Variance), ferdeség (Skewness) és lapultság (Ex. Curtosis).
3.2. ábra A GRETL által számolt leíró statisztikák Forrás: saját szerkesztés (GRETL képernyőkép)
Grafikus megjelenítés
A változó eloszlásáról nyújt számunkra információt a hisztogram és a dobozábra. Hisztogramot a „Frequency distribution”, dobozábrát a „Boxplot” menüpontokkal készíthetünk.
A „Frequency distribution” és a „Boxplot” parancsok a hasonlóképpen hívhatók meg, mint az előző pontban leírt „Summary statistics” funkció. Azaz a változó kijelölése után, az egér jobb gombjára kattintva a felugró menüből választhatók ki (3.1. ábra).
A „Frequency distribution” opcióval tehát az egyes megfigyelések gyakoriságát ábrázolhatjuk, azaz hisztogrammot készíthetünk. Nagyszámú megfigyelés esetén nem feltétlenül szeretnénk minden egyes megfigyelést ábrázolni, ezért a GRETL felajánlja a lehetőséget, hogy az egyes megfigyeléseket csoportokba (bins) osztva ábrázolja. Általában ad egy javaslatot a megfigyelések számától függően a csoportok számára, de természetesen mi is meghatározhatjuk az osztályok számát, amire kétféle lehetőségünk van. Vagy egyszerűen beírjuk a csoportok számát, ilyenkor az osztályköz szélességét automatikusan számolja (Number of bins), vagy megadjuk a legkisebb osztály értékét és az osztályköz szélességét. Ezt követően további lehetőség a normál vagy gamma eloszlás teszt kérése illetve a diagram kirajzoltatása (3.3. ábra).
3.3. ábra Hisztogram készítése GRETL segítségével Forrás: saját szerkesztés (GRETL képernyőkép)
A parancs futtatása után táblázatos és grafikus formában is értékelhető a változó eloszlása. A szöveges outban először kiírja az osztályközök számát, az átlagot és az osztályközök szélességét. A táblázat első oszlopában találhatóak az osztályok (interval), utána az osztályközepek (midpt), a gyakoriságok (frequency), a relatív gyakoriságok (rel.) és a kumulált relatív gyakoriságok (cum.). Az utolsó oszlopban a * szimbólumok száma az egyes osztályok relatív gyakoriságát szemlélteti, bár ennél szemléletesebb a hisztogram kimenet. (3.4. ábra).
A ”Boxplot” grafikon szintén a változó eloszlásáról ad információt. A grafikonon látható doboz az alsó és a harmadik kvartilisek által határolt területet adja meg, az egyenes pedig a mediánt jelöli ki. A dobozban lévő szaggatott vonalak a medián konfidencia intervallumát jelölik (3.5. ábra).
3.4. ábra Hisztogram Forrás: saját szerkesztés (GRETL képernyőkép)
3.5. ábra Dobozábra (Boxplot) Forrás: saját szerkesztés (GRETL képernyőkép)
Chapter 4. Hipotézisvizsgálatok GRETL segítségével
Függetlenség vizsgálat
Egy felmérés során azt vizsgálták, hogy a háziasszonyok körében a vásárolt mosópor típusa függ-e a háziasszonyok korától. A mososzer1.gdt fájlban 300 megkérdezett háziasszony életkora, és a megvásárolt mosószer típusa található. A mosószer kódok esetén a 0 értékek régi, az 1 értékek új mosószert jelölnek. Arra a kérdésre keresünk választ, hogy a fiatalabb korosztály szívesebben próbál-e ki új terméket, míg az idősebb korosztály inkább ragaszkodik a kedvenc márkájához?
Első lépésben vizsgáljuk meg, hogy a megkérdezettek életkori sajátosságai hogyan alakulnak. Ehhez kiválasztjuk a kor változót, és a ’Summary statistics” parancsot használjuk az előző fejezetben leírt módon:
Summary statistics, using the observations 1 - 300
for the variable 'kor' (300 valid observations)
Mean 41,403
Median 42,000
Minimum 26,000
Maximum 55,000
Standard deviation 8,6101
C.V. 0,20796
Skewness -0,10982
Ex. kurtosis -1,2102
Az adatok alapján látható, hogy a 300 megkérdezett háziasszony átlagéletkora 41,4 év, amivel közel egybeesik a medián (42 év). A legfiatalabb megkérdezett 26 éves a legidősebb 55 éves volt. Ez az információ azért fontos számunkra, mert a feladatban feltett kérdésre függetlenségvizsgálattal válaszolunk, és ehhez a ’kor’ változó mellett létre kell hoznunk egy életkor kategóriákat tartalmazó változót. Ehhez tulajdonképpen át kell kódolnunk a „kor” változót. A következő kategóriákat szeretnénk létrehozni:
1 -> '25-32 év'
2 -> '33-40 év'
3 -> '41-48 év'
4 -> '49-55 év'
Azzal, hogy korkategóriákat is létrehozunk a mosópor típusa mellett a kor is minőségi ismérv lesz.
Kattintsunk az Add menü Define new variable pontjára. Az új változó neve legyen „kor_kat”. A felugró ablakban az alábbi szintaktika alapján kell megadnunk a változókat:
series kor_kat = 1 + (kor >= 33)+ (kor >= 41)+ (kor >= 49) (4.1. ábra)
4.1. ábra Egy mennyiségi változó átkódolása kategóriaváltozóvá Forrás: saját szerkesztés (GRETL képernyőkép)
A series a sorozatot előállító parancs, ami után megadjuk az új változó nevét („kor_kat”). Az egyenlőségjel után megadjuk a legkisebb értékeket tartalmazó kategória sorszámát (nem csak egy lehet!), a többi kategóriát „+” jellel kapcsoljuk és zárójelben helyezzük el az adott feltételt. A GRETL az első sorszám után folyamatosan eggyel növeli a kategória kódszámokat.
Ezt követően kontingencia táblázatot készítünk és a χ2 érték alapján dönthetünk a hipotézis elfogadásáról, vagy elutasításáról (4.2. ábra).
4.2. ábra Kontingencia táblázat készítése a GRETL-ben Forrás: saját szerkesztés (GRETL képernyőkép)
A futtatás eredményeként megkapott táblázatban megkapjuk, hogy melyik korcsoport kategóriában hányan vásároltak hagyományos vagy új típusú mosóport. A χ2 teszt eredményét is megkapjuk. A számolt χ2 érték (Pearson chi-square test) 21,7794, a szabadságfok (df) 3, a p érték (p-value) 0. α=5% esetén a χ2krit 7,81, ) 0. α=5% esetén a χ2krit 11,3. Mindkét szinten nagyobb a számolt érték a kritikus értéknél, ezért a nullhipotézist elutasítjuk, a próba erősen szignifikáns, χ2krit << χ2emp. A vásárlók különböző korcsoportjaiban eltérő arányban választották az új terméket. (A fiatalok inkább.).
Cross-tabulation of kor_kat (rows) against mosopor (columns)
[ 0][ 1] TOT.
[ 1] 11 48 59
[ 2] 37 40 77
[ 3] 47 41 88
[ 4] 41 35 76
TOTAL 136 164 300
Pearson chi-square test = 21,7794 (3 df, p-value = 7,25e-005)
Az előbbi értékelésben csak a példa kedvéért citáltuk a kritikus értékeket és hasonlítottuk az empirikus értékhez. A gyakorlatban elegendő a p érték értékelése, ami mindkét szignifikancia szintnél kisebb, tehát a nullhipotézis elutasításra kerül.
A megfelelő szabadságfokhoz és szignifikanciaszinthez tartozó kritikus értékeket a Tools menüsor Statistical tables menüpontjában olvashatjuk ki. Ehhez csak ki kell választani a kívánt eloszlástípust, és be kell gépelnünk az eloszlás paramétereit. A mi példánkban a χ2krit értékének megkeresésekor 3 volt a szabadságfok, és az α=0,05 (4 3. ábra).
4.3. ábra Nevezetes eloszlások kritikus értékeinek keresése a GRETL-ben Forrás: saját szerkesztés (GRETL képernyőkép)
Paraméteres próbák
2005-ben Magyarországon a búza termésátlaga 4,5 tonna volt hektáronként. Ugyanebben az évben egy adatgyűjtés alkalmával 57 gazdaság termésátlagait kaptuk meg. Vizsgáljuk meg, hogy a felmérésben részvevő gazdaságok termésátlaga megegyezik-e az országos átlaggal!
Először vizsgáljuk meg, hogy az adatbázisban (novterm.gdt) szereplő búzatermésátlagok normális eloszlást követnek-e. Ezt a Variable menü Normality test pontjában, grafikus ellenőrzéskor ugyanebben a menüben a Normal Q-Q plot… menüpontra kattintással végezhetjük el (4.4. ábra).
4.4. ábra Normalitás ellenőrzés a GRETL-ben Forrás: saját szerkesztés (GRETL képernyőkép)
A GRETL több módszer szerint is megvizsgálja a normál eloszlás meglétét. Ezek közül az ökonometriában a legelfogadottabb a Jarque-Bera teszt eredményeinek az elfogadása. Az statisztikában általánosan elfogadott Kolgomorov-Smirnov teszt érdekes módon nem szerepel a GRETL eszköztárában.
A Jarque-Bera teszt p-értéke 0,77. A p érték annak a valószínűsége, hogy a próbastatisztika a mintából kiszámított értéket veszi fel. Minél kisebb a p-értéke, annál valoszínűbb, hogy a nullhipotézis hamis. Ha a p-érték 0,05 felett van elfogadjuk, ha alatta van elutasítjuk a nullhipotézist. Most a nullhipotézis a normális eloszlás megléte, így 0,77 érték mellett elfogadjuk azt, tehát az adatsorunk nomális eloszlásúnak tekinthető.
Test for normality of buz_t:
Doornik-Hansen test = 0,592316, with p-value 0,74367
Shapiro-Wilk W = 0,989188, with p-value 0,890732
Lilliefors test = 0,0825042, with p-value ~= 0,42
Jarque-Bera test = 0,512916, with p-value 0,773788
Grafikus normalitás vizsgálatoknál az elméleti és tapasztalati értékeket ábrázoljuk egy koordináta rendszerben. Az xtengelyen a megfigyelt,az ytengelyen az elméleti értékek láthatók. A QQ diagram a megfigyelt értékek függvényében mutatja az elméleti, pontosabban a standardizált elméleti értékeket. Ahol az yérték egyenlő nullával, ott van a megfigyelt értékek számtani átlaga. A vonal mutatja a tökéletes illeszkedést, a keresztek az elméleti értékeket. Minél jobban a vonalon helyezkednek el a keresztek, annál tökéletesebb az illeszkedés. Példánkban jól látható, hogy csaknem tökéletes az illeszkedés, ami normál eloszlásra utal (4.5. ábra).
4.5. ábra A búza termésátlagok Q-Q diagramja Forrás: saját szerkesztés (GRETL képernyőkép)
A következő lépésben egymintás t-próbával ellenőrizzük a feladatban megfogalmazott állítást.A feladat elvégzéséhez kattintsunk a Tools menü Test statistic calculator pontjára (4.6. ábra). A felső menüsoron választhatjuk ki a megfelelő paraméteres tesztet. Ezek sorrendben: mean – egymintás, átlagokra vonatkozó próbák (z-próba, t-próba), variance – F-próba, proportion – aránypróba, majd ezt követik az előbbi felsorolás szerint a kétmintás próbák.
Mi a mean menüpontot választjuk ki. Az egymintás próba esetén lehetőségünk van az adatsorból kiválasztani egy változót, ebben az esetben a GRETL automatikusan számolja a mintaátlagot, a minta szórását és az elemszámot, de használhatjuk mintegy kalkulátorként is, amikor egyszerűen begépeljük a mintainformációkat. A H0: mean értékhez kell beírnunk a sokasági értéket, amihez hasonlítjuk a mintaátlagot. Ezután két jelölőnégyzet van még: az első – Assume standard deviation is population value. Ezt akkor kell bejelölnünk, ha ismerjük a sokasági szórást, ilyenkor z-próbát végez a GRETL. Természetesen ebben az esetben a std. Deviation értéke nem a mintaszórás, hanem ide be kell írni a sokasági szórást. A másik jelölőnégyzet vizuális megjelenítést biztosít. (4.7. ábra)
4.6. ábra A paraméteres tesztek menüpontja Forrás: saját szerkesztés (GRETL képernyőkép)
4.7. ábra Az egymintás átlagra vonatkozó teszt beállításai Forrás: saját szerkesztés (GRETL képernyőkép)
A futtatás után az alábbi jelentést kapjuk:
Null hypothesis: population mean = 4,5
Sample size: n = 57
Sample mean = 4,27874, std. deviation = 0,811557
Test statistic: t(56) = (4,27874 - 4,5)/0,107493 = -2,05839
Two-tailed p-value = 0,04422
(one-tailed = 0,02211)
A p-értékek egyoldali és kétoldali hipotézisnél is kisebbek, mint 0,05, ezért 5%-os szignifikanciaszinten a nullhipotézist elutasítjuk. Megállapítható, hogy a vizsgált gazdaságokban alacsonyabb a búza termésátlaga az országosnál.
Nézzünk egy másik példát, amikor két minta átlagának az azonosságát vizsgáljuk. Heves megyében 2001-ben 238 termelői borkimérés volt. Egy felmérés során 110 borkimérés (50 vállalkozás, 60 őstermelő) árbevételét kérdezték meg.
Kérdések:
Van e szignifikáns különbség a vállalkozások és őstermelők bevétele között?
Igazolható e, hogy a vállalkozások árbevételének szórása nagyobb, mint az őstermelőké?
Az adatok a borterm.gdt fájlban találhatók meg. Két változónk van, az első változó a borf_arb az árbevételt, a borf_tip a borforgalmazó típusát jelöli (1=vállalkozó; 2=őstermelő). A vizsgálat elvégzéséhez először két olyan új változót kell létrehoznunk, amelyekben szétválasztjuk a vállalkozók és az őstermelők árbevételét. Ehhez első lépésben két dummy változót képezünk, az egyikben a vállalkozó kódja lesz 1, az őstermelőé nulla, a másikban fordítva. Annak a változónak a neve, ahol a vállalkozókat szűrjük legyen ’vall’, az őstermelőké ’ost’ (4 8. ábra).
4.8. ábra A vállalkozások típusa szerinti szűrés elvégzése Forrás: saját szerkesztés (GRETL képernyőkép)
A következő lépésben az újonnan képzett változókat megszorozzuk a borf_arb változóval, így megkapjuk külön-külön változókban a borforgalmazó típusonkénti bevételeket (4 9. ábra).
Az így megkapott változókban a ’vallbev’ esetén az őstermelők soraiban nulla értékeket találunk, az ’ostbev’-nél pedig a vállakozók soraiban tapasztalható ugyanez. A típusnak megfelelő sorokban természetesen az árbevételek szerepelnek. A későbbi számításoknál viszont mindkét változóban 110 adatot venne figyelembe a gretl, ezért a 0 értékeket eliminálni szükséges. Ezt a ’vall’ és’ost’ dummy változóknál kell megtenni a 4 10. ábra által bemutatott módon.
4.9. ábra A bevételi változók generálása forgalmazó típusonként Forrás: saját szerkesztés (GRETL képernyőkép)
4.10. ábra A nulla értékek érvénytelenítése Forrás: saját szerkesztés (GRETL képernyőkép)
Ezt követően az egymintás t-próbánál bemutatott módon ellenőrizzük, hogy az adatsorok normális eloszlásúak-e.
Test for normality of vallbev:
Doornik-Hansen test = 6,88596, with p-value 0,0319693
Shapiro-Wilk W = 0,939779, with p-value 0,0132037
Lilliefors test = 0,109086, with p-value ~= 0,14
Jarque-Bera test = 3,3887, with p-value 0,183718
Test for normality of ostlbev:
Doornik-Hansen test = 12,2133, with p-value 0,00222795
Shapiro-Wilk W = 0,910156, with p-value 0,000315008
Lilliefors test = 0,149525, with p-value ~= 0
Jarque-Bera test = 5,30568, with p-value 0,070451
A Jarque-Bera teszt p-értékei mindkét esetben nagyobbak, mint 0,05 ezért normális eloszlásúnak tekinthetjük a változókat.
Az első kérdés az volt, hogy van-e szignifikáns különbség a vállalkozások és őstermelők bevétele között?
Erre kétmintás t-próbával válaszolhatunk. Klikkeljünk a Tools menü Test calculator pontjára, és a felugró ablak felső részén található menüsorban válasszuk a 2 means opciót. Válasszuk ki a ’vallbev’ és az ’ostbev’ változókat. Látható, hogy az adatszűrés során helyesen jártunk el, mert a mintaelemszámok (size of sample) 50 illetve 60, így helyesen fog számolni a GRETL (4.11. ábra).
4.11. ábra Kétmintás t-próba a GRETL-ben Forrás: saját szerkesztés (GRETL képernyőkép)
A futtatás eredményeként kapott jelentés:
Null hypothesis: Difference of means = 0
Sample 1:
n = 50, mean = 1766,78, s.d. = 144,904
standard error of mean = 20,4925
95% confidence interval for mean: 1725,6 to 1807,96
Sample 2:
n = 60, mean = 1006,03, s.d. = 127,358
standard error of mean = 16,4418
95% confidence interval for mean: 973,133 to 1038,93
Test statistic: t(108) = (1766,78 - 1006,03)/25,9654 = 29,2984
Two-tailed p-value = 3,28e-053
(one-tailed = 1,64e-053)
A teszt eredményeként azt kaptuk, hogy egyoldali és kétoldali próbánál egyaránt szignifikáns különbség mutatkozik az őstermelők és a vállalkozások árbevétele között, a vállalkozások árbevétele magasabb.
A feladat második kérdése az volt, hogy igazolható e, hogy a vállalkozások árbevételének szórása nagyobb, mint az őstermelőké?
Erre a kérdésre kétmintás F-próbával válaszolhatunk. Klikkeljünk a Tools menü Test calculator pontjára, és a felugró ablak felső részén található menüsorban válasszuk a 2 variances opciót. Válasszuk ki a ’vallbev’ és az ’ostbev’ változókat (4.12. ábra).
4.12. ábra Kétmintás F-próba a GRETL-ben Forrás: saját szerkesztés (GRETL képernyőkép)
A futtatás eredményeként kapott jelentés:
Null hypothesis: The population variances are equal
Sample 1:
n = 50, variance = 20997
Sample 2:
n = 60, variance = 16220
Test statistic: F(49, 59) = 1,29451
Two-tailed p-value = 0,3417
(one-tailed = 0,1708)
A kapott p-értékek egyoldali és kétoldali hipotézisnél is meghaladják a 0,05 értéket, ezért 5%-os szignifikancia szintet feltételezve kijelenthetjük, hogy a vállalkozások és az őstermelők árbevételének a szórása azonos.
Chapter 5. Kétváltozós sztochasztikus kapcsolatok modellezése GRETL segítségével
Kétváltozós lineáris regresszió
A Legkisebb Négyzetek módszerét (továbbiakban OLS) alkalmazását egy példán keresztül ismerjük meg. A példánkhoz egy növénytermesztési adatbázist használunk fel. Az adataink keresztmetszetiek (cross-section), mivel 57 gazdaság adatai állnak rendelkésre ugyabban az időpontban. Az első feladatunk, hogy meghatározzuk, hogyan befolyásolja a búza termésátlagát (buz_t) a földminőség (AK_ha).
Az OLS alkalmazását megelőzheti egy gyors grafikus értékelés, és a változók közötti korreláció értékelése, ami esetleg a további vizsgálatokat kizárhatja. Mindkét vizsgálat a View menüből érhető el, a grafikus értékelés a Graph specified vars → X-Y scatter menüpontban, a korrelációszámítás a Correlation matrix menüpontban (5.1. ábra).
5.1. ábra Grafikus eszköztár a GRETL-ben Forrás: saját szerkesztés (GRETL képernyőkép)
Az X-Y scatter grafikon készítésekor az x tengelyhez (X-axis variable) rendeljük a független változót és az y-tengelyhez a függő változót. Ugyan lehetséges több függő változót is megadni, de az így kapott korrelogram meglehetősen kaotikus. A korrelációszámításkor kiválogathatjuk az összes olyan változót, amelyek között kíváncsiak vagyunk a páronkénti kapcsolat erősségére (5.2. ábra). Ugyan a program nem írja ki, de a Pearson-féle korrelációs együttható adja eredményül.
Az X-Y scatter grafikon meglehetősen nagy szóródással, de az mutatja, hogy a hektáronkénti aranykorona érték növekedésével nőnek a búza termésátlagok. A program a regressziós függvényt is berajzolja, és ez is abban erősít meg bennünket, hogy további vizsgálatokat érdemes folytatni (5.3. ábra).
5.2. ábra A változók közötti kapcsolat ábrázolásának és a korrelációszámításnak a beállításai a GRETL-ben Forrás: saját szerkesztés (GRETL képernyőkép)
5.3. ábra Két változó közötti kapcsolat grafikus ábrázolása Forrás: saját szerkesztés (GRETL képernyőkép)
A korrelációs mátrix kérése után kapott jelentés értékelése:
Correlation coefficients, using the observations 1 - 57
5% critical value (two-tailed) = 0,2609 for n = 57
AK_ha buz_t
1,0000 0,6578 AK_ha
1,0000 buz_t
corr(AK_ha, buz_t) = 0,65776708
Under the null hypothesis of no correlation:
t(55) = 6,47636, with two-tailed p-value 0,0000
A korrelációs együttható 0,658, ami közepes erősségű, pozitív irányú kapcsolatot jelez a két tényező között. Az együtthatóra vonatkozó szignifikancia érték 0, így elvethetjük az a nullhipotézist, hogy a két tényező közötti kapcsolat csak a véletlennek köszönhető.
A továbbiakban eddigi eredményeinkre támaszkodva elvégezhetjük a legkisebb négyzetek elvén alapuló regressziószámítást.
Az OLS eljárásnál, de általában minden regressziónál az OK gombra kattintás után megjelenik a kimenetünk, amely a más statisztikai szoftvereknél már megszokott konvenciókat követi.
Az egyes együtthatók hipotézisvizsgálatához szükséges t-statisztikákat és p értékeket a megfelelő együtthatóval egy sorban találhatjuk, a modell egészének megítéléséhez szükséges statisztikákat pedig a kimenet alsó részén.
A vizsgálat elvégzéhez a Modell menü Ordinary Least Squares… pontját válasszuk ki (5.4. ábra). Függő változóként (Dependent variable) adjuk meg a búza termésátlagot (buz_t változó), független változóként a az aranykorona/ha változót (AK_ha).
A modell futtatása után kapott eredmények:
Model 1: OLS, using observations 1-57
Dependent variable: buz_t
Heteroskedasticity-robust standard errors, variant HC1
Coefficient Std. Error t-ratio p-value
const 2,92948 0,236016 12,4122 <0,00001 ***
AK_ha 0,0639907 0,0100494 6,3676 <0,00001 ***
Mean dependent var 4,278737 S.D. dependent var 0,811557
Sum squared resid 20,92530 S.E. of regression 0,616814
R-squared 0,432658 Adjusted R-squared 0,422342
F(1, 55) 40,54612 P-value(F) 4,08e-08
Log-likelihood -52,31987 Akaike criterion 108,6397
Schwarz criterion 112,7258 Hannan-Quinn 110,2277
A modell illeszkedését az R2 statisztika (R-squred) segítségével jellemezhetjük, amely kb. 0,43. Ez azt jelenti, hogy a függő változónk, azaz a búza termésátlag szórásnégyzetének hozzávetőleg 43%-át magyarázza meg az aranykorona értéke. Ez nem tűnik túl soknak, de a korrelációs együttható 0,658, mint láttuk, ami közepes erősségű kapcsolatot jelent. A legtöbb statisztikai programcsomag egy külön ANOVA táblázatban jeleníti meg, amivel azt teszteli, hogy a regressziós egyenes segítségével sikerült a függő változó értékéből akkora részt megragadni, hogy a független változót szignifikánsnak tekinthessük. A fenti táblázatban az F számított értékét és a szignifikanciáját (P-value(F)) láthatjuk. Mivel a P-érték nulla a földminőség (AK/ha) hatását az alapsokaságra is érvényesnek tekintjük. Az egyenes illeszkedését jellemző érték még a reziduális szórás (S.E. og regression), ami 0,62. A reziduális szórás és a függő változó hányadosa adja a relatív reziduális szórást (0,62/4,28), aminek az értéke 0,14, százalékos formában 14%, ami közepes illeszkedést jelent.
5.4. ábra Az OLS kiválasztása Forrás: saját szerkesztés (GRETL képernyőkép)
A regressziós egyenes egyenlete:
buz_t = const + b1AK_ha, azaz
buz_t = 2,929 + 0,064 AK_ha
A paraméterek a jelentés első táblázatából olvashatók ki. Egy aranykoronányi hektáronkénti értéknövekedés átlagosan 64 kg búza termésnövekedéssel jár, azaz 1 AK-val jobb minőségű földön 64kg-al több búzatermésre számíthatunk. A függvényparaméterekhez tartozó Std. Error (standard hiba) értéke arról ad tájékozttást, hogy véletlen hibával terhelt a függvényünk. A t értékek (t-ratio) melletti 0,05-nél kisebb szignifikanciák (p-value) azt mutatják, hogy a földminőség hatása szignifikáns a búza termésátlagára.
Kétváltozós nemlineáris regresszió
Vizsgáljuk meg grafikusan, hogy a műtrágyázás hogyan hat a kukorica termésátlag alakulására (5.5. ábra).
5.5. ábra X-Y scatterplot beállításai Forrás: saját szerkesztés (GRETL képernyőkép)
Az 5.6. ábra mutatja be a grafikus ábrázolás eredményét. Megfigyelhető, hogy az ábrán a pontok egy nagy része a kezdeti szakaszban a lineáris regressziós egyenes alatt, majd felette és ismét alatta helyezkedik el, és többé-kevésbé egy parabola alakját formázza. Ebben az esetben másodfokú függvénnyel valószínűleg pontosabb közelítés érhető el, mint lineáris függvénnyel. Szakmailag megközelítve a dolgot, a műtrágyázáskor érvényesül a csökkenő hozadék törvénye, azaz a túlzottan adagolt műtrágya mennyiségnek terméscsökkentő hatása van.
Ebben az alfejezetben azt vizsgáljuk meg hogyan valósítható meg a másodfokú függvénnyel történő nem lineáris regresszió.
A másodfokú regressziós egyenlet:
y'=b0+b1*x+b2*x2
A független változónak első és másodfokú tagjai is van, ezért első lépésben képezzük a kuk_NPK változó négyzetét. Ehhez jelöljük ki a kuk_NPK változót, majd kattintsunk az Add→Squares of selected variables menüpontra. A GRETL automatikusan létrehozza az új változót sq_kuk_NPK néven.
5.6. ábra A műtrágyázás hatása a kukorica termésátlagokra Forrás: saját szerkesztés (GRETL képernyőkép)
5.7. ábra Egy változó értékeinek négyzetre emelése a GRETL-ben Forrás: saját szerkesztés (GRETL képernyőkép)
A regressziószámítás menete ezt követően megegyezik az előző fejezetben leírtakkal. Kattintsunk a Model→Ordinary Least Squares menüpontra. A felugró ablakban adjuk meg a függő és független változókat. A kukorica termésátlag (kuk_t) lesz a független változók a kukorica alá adagolt műtrágya mennyiség (kuk_NPK) és az abból négyzetre emeléssel képzett változó (sq_kuk_NPK) lesznek (5.8. ábra).
5.8. ábra Az OLS modell paraméterei a másodfokú polinomiális regresszió esetén Forrás: saját szerkesztés (GRETL képernyőkép)
A futtatás eredményeként kapott jelentés:
Model 2: OLS, using observations 1-57
Dependent variable: kuk_t
Heteroskedasticity-robust standard errors, variant HC1
Coefficient Std. Error t-ratio p-value
const 4,71526 0,232413 20,2883 <0,00001 ***
kuk_NPK 0,0172147 0,0020389 8,4431 <0,00001 ***
sq_kuk_NPK -1,72146e-05 3,20616e-06 -5,3692 <0,00001 ***
Mean dependent var 7,357368 S.D. dependent var 1,517036
Sum squared resid 14,47951 S.E. of regression 0,517821
R-squared 0,887650 Adjusted R-squared 0,883489
F(2, 54) 278,8937 P-value(F) 3,44e-29
Log-likelihood -41,82547 Akaike criterion 89,65094
Schwarz criterion 95,78009 Hannan-Quinn 92,03294
A kukorica átlagos termése (Mean of dependent var) a gazdaságokban 7,35 t/ha. A reziduális szórás (S.E. of regression) 0,52 t/ha. A relatív reziduális szórás (0,52/7,35) 0,07, százalékos formában 7%, ami kiváló illeszkedést jelent. A modell illeszkedését az R2 statisztika (R-squred) segítségével jellemezhetjük, amely kb. 0,89. Ez azt jelenti, hogy a függő változónk, azaz a kukorica termésátlag szórásnégyzetének hozzávetőleg 89%-át magyarázza meg a műtrágyázás. Ez már szinte idillikus értéknek tekinthető. Az F számított értéke nagyon magas (278), szignifikanciája (P-value(F)) nulla, azaz a műtrágyázás (kuk_NPK, sq_kuk_NPK) hatását az alapsokaságra is érvényesnek tekintjük.
A parabola egyenlete:
Kuk_t = 4,715 + 0,0172 kuk_NPK – 0,000017 sq_kuk_NPK
A függvény maximumpontja:
-0,0172/2*-0,000017 ≈ 500 kg NPK/ha
Chapter 6. Többváltozós lineáris regresszió modellezése és értékelése
Az előző fejezetben azt vizsgáltuk, hogy egy hatótényező hogyan befolyásolja a függő változó alakulását. A valós életben azonban mindig több tényező együttes hatása érvényesül. Ennek elemzését többváltozós modellekkel végezhetjük el.
Ebben a fejezetben továbbra is a novterm.gdt fájlban található gazdaságsoros növénytermesztési adatokkal dolgozunk, és a műtrágyázás, valamint a szervestrágyázás kukorica termésátlagra gyakorolt együttes hatását elemezzük. Váltzóink: kuk_t→kukorica termésátlag, kuk_NPK→az adagolt műtrágya mennyisége (kg/ha), kuk_szt→az adagolt szervestrágya mennyisége (t/ha).
Az első lépésben el kell végezni az adatbázis szűrését, le kell válogatni azokat a vállalkozásokat, ahol szerves és műtrágyázást is folytattak. A leválogatást a korábban ismertetett (a borkimérések forgalmának leválogatása a 4. fejezetben) módon végezzük el. Először készítsünk el a szures_kuk_szt dummy változót a kuk_szt változóból. A szures_kuk_szt változóban 0 értéket kapnak azok a gazdaságok ahol nem végeztek szervestrágyázást és 1 értéket azok, ahol végeztek. A második lépésben hozzuk létre azokat a szűrt adatokat tartalmazó műtrágya és kukorica termésátlag változókat (6 1. ábra). A harmadik lépésben kattintsunk a Data→Set missing value code… menüpontra és írjuk be a 0 értéket. Így a további elemzéseknél csak azok a rekordok jöhetnek számításba, ahol szerves- és műtrágyázás is folyt.
6.1. ábra A szervestrágyázást és műtrágyázást is végző gazdaságok szűrése Forrás: saját szerkesztés (GRETL képernyőkép)
A következő lépésben vizsgáljuk a változók közötti kapcsolat szorosságát. A szűrés után összesen 20 adatunk maradt.
A korrelációs mátrix értelmezése:
Correlation coefficients, using the observations 1 - 57
(missing values were skipped)
5% critical value (two-tailed) = 0,2609 for n = 57
szurt_kuk_t szurt_kuk_NPK kuk_szt
1,0000 0,9438 0,4763 szurt_kuk_t
1,0000 0,5615 szurt_kuk_NPK
1,0000 kuk_szt
Megfigyelhető, hogy a műtrágyázás és a termésátlagok között a legszorosabb a kapcsolat (r=0,94), míg a szervestrágyázás kevésbé hat a kukorica termésátlagok alakulására (r=0,48). Nem hagyhatjuk figyelmen kívül a kuk_szt és a szurt_kuk_NPK közötti 0,56 értéket sem.
Model 2: OLS, using observations 1-57 (n = 20)
Missing or incomplete observations dropped: 37
Dependent variable: kuk_t
Coefficient Std. Error t-ratio p-value
const 6,07086 0,232145 26,1511 <0,00001 ***
szurt_kuk_NPK 0,0056637 0,000594257 9,5307 <0,00001 ***
kuk_szt 0,00463782 0,00892494 0,5196 0,61001
Mean dependent var 8,017000 S.D. dependent var 1,114782
Sum squared resid 2,537655 S.E. of regression 0,386360
R-squared 0,892527 Adjusted R-squared 0,879883
F(2, 17) 70,58963 P-value(F) 5,84e-09
Log-likelihood -7,733851 Akaike criterion 21,46770
Schwarz criterion 24,45490 Hannan-Quinn 22,05083
Az eredmények szerint nagyon magas, 0,89 az R2 értéke és az F szignifikanciája is 0. Azonban nem hagyhatjuk figyelmen kívül az előző vizsgálatot, miszerint megállapítottuk, hogy a szervestrágyázás és a műtrágyázás között erősebb a kapcsolat, mint a termésátlag és a szervestrágyázás között. Ennék érdekében nézzük meg hogyan alakulnak az eredmények, ha azt feltételezzük, hogy a kuk_szt változó regressziós együtthatója nulla.
Ezt az elemzést a kimeneti táblában végezhetjük el a Tests→Ommit variables menüpontban a kuk_szt változó kiválasztásával (6 2. ábra).
6.2. ábra Változó eliminálása az OLS modelből Forrás: saját szerkesztés (GRETL képernyőkép
Az elemzés kimeneti táblázata:
Null hypothesis: the regression parameter is zero for kuk_szt
Test statistic: Robust F(1, 17) = 0,506035, p-value 0,486507
Omitting variables improved 3 of 3 model selection statistics.
Model 7: OLS, using observations 1-57 (n = 20)
Missing or incomplete observations dropped: 37
Dependent variable: szurt_kuk_t
Heteroskedasticity-robust standard errors, variant HC1
Coefficient Std. Error t-ratio p-value
const 6,14726 0,242131 25,3881 <0,00001 ***
szurt_kuk_NPK 0,0058371 0,000534038 10,9301 <0,00001 ***
Mean dependent var 8,017000 S.D. dependent var 1,114782
Sum squared resid 2,577964 S.E. of regression 0,378444
R-squared 0,890820 Adjusted R-squared 0,884754
F(1, 18) 119,4676 P-value(F) 2,23e-09
Log-likelihood -7,891446 Akaike criterion 19,78289
Schwarz criterion 21,77436 Hannan-Quinn 20,17165
A paramétereket összehasonlítva az előző kimeneti eredményekkel nem találunk jelentős eltéréseket, azaz a szervestrágyázás változójának elhagyása nem teszi gyengébbé a modellünket, viszont nem kell a multikollinearitás problémájával bajlódnunk.
Chapter 7. Dummy változók alkalmazása
Egyváltozós regresszió kétértékű változóval
Tekintsünk egy olyan regressziós modellt, amelyben csak egy kétértékű változó, D szerepel:
Y=α + β D +e.
Az Y és a D közötti lineáris összefüggésből az i-edik megfigyelés becsült értéke a következő:
Látható, hogy Di értéke 0 vagy 1, vagy
A következő példa azt szemlélteti, hogy ez alapján miként értelmezhetjük az eredményeket.
Példa: A bérek alakulása egy mezőgazdasági nagyüzemben
A következő 7-1. táblázat az Y = a dolgozók fizetéseit a D = a dolgozó nemének kétértékű változóra vonatkozó, a fizetes.gdt adatbázison futtatott regressziójának az eredményeit mutatja be. Figyeljük meg, hogy a p-érték vagy az együtthatóhoz tartozó t-érték alapján statisztikailag szignifikáns. Az együtthatók értékeire
= 200,891-et, és
= 51,5603-et kapunk. Hogyan értelmezhetjük ezeket a számokat? Gondolhatunk
-ra úgy is, mint Y változásának mérőszámára X egységnyi megváltozásakor. Ebben az esetben, amikor kétértékű változót használunk, az egységnyi változás a nőről a férfira történő váltást jelenti. Ekkor tehát azt mondhatjuk, hogy „a férfiak az adott vállalatnál általában 51 560 Ft-tal keresnek többet, mint a női alkalmazottak”.
Van azonban az együtthatónak egy másik lehetséges jelentése is a kétértékű változók esetében. A női alkalmazottaknál Di = 0, ezért Ŷi = 200 891. Másként megközelítve azt mondhatjuk, hogy a regressziós modell azt méri, hogy a nők átlagosan 200 891 Ft-os fizetéssel rendelkeznek. A férfiak esetében Di = 1 és a regressziós modell alapján Ŷi=252 451. Ez alapján megállapítható, hogy a férfiak fizetése átlagosan 252 451 Ft. A becsült értékek közötti különbséggel fejezhetjük ki a regresszióban megjelenő eredményeket. A lehetséges másik megoldás az, hogy közvetlenül a -ra koncentrálunk, és azt mondjuk, hogy az adott mezőgazdasági nagyüzemnél a férfiak 51 560 Ft-tal többet keresnek, mint a nők.
Ha regresszió nélkül egyszerűen kiszámoltuk volna a férfiak fizetésének átlagát, pontosan 252 451 Ft-ot kaptunk volna. Ugyanakkor, ha a női alkalmazottak átlagbérét számítottuk volna ki, az eredmény 200 891 Ft lett volna, azaz mindkét esetben ugyanazt az eredményt kaptuk volna, mint regressziós elemzéssel.
Többváltozós regresszió kétértékű változókkal
Vizsgáljunk meg egy olyan többváltozós regressziót, amelyben több kétértékű változó szerepel:
Y=α+ß1D1+....+ßkDk+e.
Ezt az egyenletet a legkisebb négyzetek módszerével meg tudjuk becsülni és a szokásos statisztikai eszközökkel elemezhetjük. A könnyebb érthetőség kedvéért nézzünk meg egy konkrét példát erre.
Példa: 57 mezőgazdasági nagyüzem búza termésátlagának magyarázata
Vizsgáljuk meg azt az esetet, amikor két darab kétértékű magyarázó változónk van: D1 = 1, ha a tájegység a Hajdúság (= 0, ha a tájegység nem a Hajdúság) és D2 = 1, ha a gazdaság munkagépeinek az átlagéletkora a 7 évet nem haladja meg (= 0, ha idősebbek a munkagépeik, mint 7 év). Ezek a kétértékű változók a gazdaságokat négy különböző csoportba sorolják:
1. az olyan gazdaságok, amelyek a Hajdúságban vannak és a munkagépeik életkora nem haladja meg a 7 évet (D1 = 1 és D2 = 1),
2. az olyan gazdaságok, amelyek a Hajdúságban vannak, de a munkagépeik életkora meghaladja a 7 évet (D1 = 1 és D2 = 0),
3. az olyan gazdaságok, amelyek nem a Hajdúságban vannak és a munkagépeik életkora nem haladja meg a 7 évet (D1 = 0 és D2 = 1),
4. az olyan gazdaságok, amelyek nem a Hajdúságban vannak és a munkagépeik életkora meghaladja a 7 évet (D1 = 0 és D2 = 0)
Ezeket a csoportokat kell tekintenünk, amikor értelmezzük az Y búza termésátlagok D1 és D2–re vonatkozó regressziójának 7-2. táblázatbeli becsült együtthatóit. Az adatok az alapadat_dummy_1.gdt adatbázisban találhatók.
Az elemzés értékelése előtt meg kell említeni, hogy a két hatótényező közül csak a tájegységre vonatkozó volt szignifikáns hatású, de a példa értelmezésénél ettől eltekintünk.
Behelyettesítve a 0 és 1 értékeket az egyes kétértékű változókba, a négy gazdaságtípus esetében a következő értékeket kapjuk Y-ra (a búza termésátlagokra).
1. Ha D1 = 1 és D2 = 1, akkor = 3,98+0,84+0,30=5,12, más szóval a búza termésátlaga azokban a gazdaságokban, amelyek a Hajdúságban vannak és a munkagépeik átlagéletkora nem haladja meg a 7 évet, 5,12 t/ha.
2. Ha D1 = 1 és D2 = 0, akkor = 3,98+0,84=4,82, más szóval a búza termésátlaga azokban a gazdaságokban, amelyek̯ a Hajdúságban vannak, de a munkagépeik átlagéletkora meghaladja a 7 évet, 4,82 t/ha.
3. Ha D1 = 0 és D2 = 1, akkor =3,98+0,30=4,28, más szóval a búza termésátlaga azokban a gazdaságokban, amelyek nem a Hajdúságban vannak és a munkagépeik átlagéletkora nem haladja meg a 7 évet, 4,28 t/ha.
4. Ha D1 = 0 és D2 = 0, akkor Y== 3,98, más szóval a búza termésátlaga azokban a gazdaságokban, amelyek nem a Hajdúságban vannak és a munkagépeik átlagéletkora meghaladja a 7 évet, 3,98 t/ha.
Ezek alapján megállapíthatjuk, hogy a több kétértékű változót tartalmazó regresszió hasznos eszköz lehet a gazdaságok csoportosítására és az így kialakított csoportok búza termésátlagainak kiszámítására. Az eredményeket közvetlenül az együtthatók becsült értékei alapján is értelmezhetjük. A például azt méri, hogy mennyivel nagyobb a termésátlag a hajdúsági gazdaságokban azokhoz a gazdaságokhoz képest, amelyek nem ebben a tájegységben vannak, feltéve, hogy a gazdaságok többi tulajdonsága (most a munkagépek életkorát vizsgáltuk még) rögzített.
Többváltozós regresszió kétértékű és nem kétértékű változókkal
A gyakorlatban sokszor előfordul, hogy nem csak kétértékű magyarázó változókkal kell dolgoznunk, hanem egyszerre többfélével. Ennek a legegyszerűbb változata, ha egy kétértékű (D) és egy mennyiségi változó (X) szerepel a regresszióban:
Y=α+ßiD+ß2X+e.
Az ilyen regresszióból kapott eredmények értelmezését mutatja be a következő példa.
Példa: 57 mezőgazdasági nagyüzem búza termésátlagának magyarázata
Ha lefuttatjuk a Y = búza termésátlagnak a D = munkagépek életkorát vizsgáló dummy és az X = földterület aranykorona nagysága változókra vonatkozó regresszióját, az együtthatók becsült értékeként az = 2,79,
=0,39 és a
= 0,06 eredményeket kapjuk (7-3. táblázat). Az előbbiekben már bemutattuk, hogy Y becsült értéke a gazdaságok különböző csoportjaiban más és más értéket vesz fel. Ezért a regressziós eredményeket értelmezhetjük úgy, mint az egyes csoportokba sorolt gazdaságok búza termésátlagait.
Most viszont a helyzet nem ilyen egyszerű, mert a becsült termésátlag Ŷi= 3,18 + 0,06 Xi, ha Di = 1 (tehát az i-edik gazdaságban a munkagépek átlagéletkora nem haladja meg a 7 évet), és Ŷi = 2,79 + 0,06 Xi, ha Di = 0 (tehát az i-edik gazdaságban a munkagépek átlagéletkora meghaladja a 7 évet). Ez azt jelenti, hogy most egy helyett két regressziós egyenest kaptunk, annak megfelelően, hogy a gazdaságokban a munkagépek átlagéletkora hogyan alakult. Hasonlítsuk össze ezt az eredményt azzal, amikor csak egy kétértékű magyarázó változó szerepelne a modellben.
Ebben az esetben (7-4. táblázat) a regresszió alapján azt a következtetést tudjuk levonni, hogy az eltérő életkorú munkagépekkel rendelkező gazdaságokban a búza termésátlaga szignifikánsan különbözik egymástól (Di = 0 esetén 4,14 t/ha és Di = 1 esetén 4,53 t/ha). Az előző esetben azonban két eltérő regressziós egyenesről beszélhetünk. Másként megfogalmazva, ha folytonos változót is bevonunk az elemzésbe, nem tudjuk megmondani olyan egyszerűen megmondani, hogy a gazdaságok bizonyos csoportjainak mennyi a búza termésátlaga.
De azt meg tudjuk mondani, hogy a = 0,39 t/ha annak a termelés növekedésnek a mérőszáma, amelyet a fiatalabb gépekkel rendelkező gazdaságok esetében tapasztalunk minden más magyarázó változó értékének változatlansága mellett. Más szóval, ha két olyan gazdaságot hasonlítunk össze, ahol X (itt az aranykorona) nagysága azonos, Ŷi mindig 0,39 t/ha-ral lesz nagyobb az olyan gazdaságok esetében, ahol fiatalabb a géppark.
Vizsgáljuk meg részletesebben a fiatalabb és idősebb gépparkkal rendelkező gazdaságok regressziós egyeneseit! Látható, hogy az egyenes meredeksége mindkét esetben = 0,06 t/ha, a különbség tehát a tengelymetszetben van (azaz, ha Di = 1, a tengelymetszet 3,18, ha Di = 0, a tengelymetszet 2,79). Az azonos meredekség egyben azt is jelenti, hogy az aranykorona értékének a gazdaságok búza termésátlagára gyakorolt marginális hatása a fiatalabb és idősebb gépekkel rendelkező gazdaságok esetében ugyanaz (a meredekség mutatja a marginális hatást). Ennek alapján megállapíthatjuk, hogy a földminőségnek egy aranykoronával történő növekedésével általában a gazdaságok búza termésátlagának 0,06 t/ha-os növekedése jár.
Az előzőekben elmondottakat arra az esetre is ki lehet terjeszteni, ha több kétértékű és nem kétértékű változó hatását együtt vizsgáljuk. A következő regressziós modellben két kétértékű, és két nem kétértékű változó szerepel:
Y=α+ß1D1+ß2D2+ß3X1+ß4X2+e.
A regresszió eredményeinek értelmezése összefoglalja a fejezetben eddig megismert összes példa elemeit.
Példa: A bérek alakulása egy üzem állattenyésztési ágazataiban
Ha lefuttatjuk a fizetes_2.gdt adatbázison az Y = a dolgozók fizetései változónak a D1 = a dolgozó neme (kétértékű), a D2 = a külföldön dolgozott-e már (kétértékű), X1 = a tanulással eltöltött idő (év), X2 = a gyakorlatban eltöltött idő (év) változókra vonatkozó modellt (7-5. táblázat), az együtthatókra a következő becsléseket kapjuk: = -3,53,
=17,75,
= 7,09,
= 12,04,
= 4,25. Ezeket az eredményeket úgy értelmezhetjük, ha felírjuk, hogy milyen regressziós egyenesek tartoznak a kétértékű változók által meghatározott csoportokhoz.
Az elemzés értékelése előtt meg kell említeni, hogy a két kétértékű hatótényező közül csak a nemre vonatkozó volt szignifikáns hatású a külföldi munkavállalással kapcsolatos kérdésre vonatkozó nem volt, de a példa értelmezésénél ettől eltekintünk.
1. Ha D1 = 1 és D2 = 1, akkor = 21,31 + 12,05 X1 + 4,25 X2. Ez a külföldi tapasztalattal rendelkező férfiak regressziós egyenesének az egyenlete.
2. Ha D1 = 1 és D2 = 0, akkor Ŷ = 14,22 + 12,05 X1 + 4,25 X2. Ez a külföldi tapasztalattal nem rendelkező férfiak regressziós egyenesének az egyenlete.
3. Ha D1 = 0 és D2 = 1, akkor Ŷ = 3,55 + 12,05 X1 + 4,25 X2. Ez a külföldi tapasztalattal rendelkező nők regressziós egyenesének az egyenlete.
4. Ha D1 = 0 és D2 = 0, akkorŶ = -3,53 + 12,05 X1 + 4,25 X2. Ez a külföldi tapasztalattal nem rendelkező nők regressziós egyenesének az egyenlete.
Ha tehát két darab kétértékű változót szerepeltetünk az egyenletben, akkor négy különböző regressziós egyenest fogunk kapni. Mind a négy egyenletnek ugyanaz lesz a meredeksége, de különböző a tengelymetszete. A két kétértékű változó együtthatója, és
azt méri, hogy mennyi értéknövekménnyel jár, ha valaki férfi és dolgozott már külföldön. A nem kétértékű változók együtthatói,
és
a tanulás és a gyakorlat marginális hatásaként értelmezhetőek. Az eredmények alapján hasonló megállapítást tehetünk:
1. „A férfiak általában 17,76 ezer Ft-tal többet keresnek, mint a nők.”
2. „Ha olyan dolgozókat vizsgálunk, akiknek a gyakorlatban töltött ideje azonos, akkor egy évvel hosszabb tanulási idő általában 12,05 ezer Ft-tal növeli a dolgozók fizetését.”
3. „Egy év gyakorlat általában 4,25 ezer Ft-tal növeli meg a dolgozók fizetését, minden más magyarázó változó értékének változatlansága mellett.”
Ismételten ki kell emelni, hogy ezek a megállapítások csak akkor lennének igazak, ha minden általunk vizsgált változó szignifikáns lett volna.
Ezek a kijelentések azt feltételezik, hogy az együtthatókban nincs torzítás kihagyott változó miatt.
A kétértékű és nem kétértékű változók interakciója
A kétértékű változókat eddig úgy használtuk, hogy a regressziós egyenletben az egyes csoportokhoz tartozó tengelymetszetek különbözzenek egymástól, az egyenesek meredeksége ugyanakkor változatlan maradt. A kétértékű és nem kétértékű változók közötti interakcióval lehetőségünk van arra, hogy az egyes csoportok egyeneseinek meredeksége is eltérjen. Vizsgáljuk a következő regressziós modellt:
Y=α+ß1D+ß2X+ß3Z+e,
ahol D kétértékű változó és X nem kétértékű változó, ezen a két változón kívül szerepel még egy harmadik változó, Z is, amelyet a következőképpen hoztunk létre: Z = DX.
A következőkben bemutatjuk Y-nak D-re, X-re és Z-re vonatkozó regressziójának értelmezését. Vegyük észre, hogy Z értéke vagy 0 (az olyan megfigyelések esetében, ahol D = 0), vagy X (az olyan megfigyelések esetében, ahol D = 1). Ezek után írjuk fel D = 0 és D = 1 értékek mellett adódó regressziós egyeneseket:
ha D = 1, akkor
Ha D = 0, akkor
Másként fogalmazva a D = 0 és D = 1 esethez két teljesen különböző regressziós egyenes tartozik: eltér a tengelymetszetük és más a meredekségük is. Ennek az egyik fontos következménye, hogy X-nek az Y-ra gyakorolt marginális hatása más akkor, ha D = 0, és más, ha D = 1.
Példa: A bérek alakulása egy üzem állattenyésztési ágazataiban
Ha lefuttatjuk a fizetes_2.gdt adatbázison az Y = a dolgozók fizetéseinek alakulása három magyarázó változóra (7-6. táblázat), a D = a külföldön dolgozott-e már, az X = a tanulással eltöltött idő (év), Z = DX interakciós változóra vonatkozó regresszióját, az együtthatókra a következő becsléseket kapjuk: = 62,45,
= -86,42,
= 8,20,
= 8,66. Ebből következik, hogy a tanulással eltöltött időnek a dolgozók fizetésére gyakorolt marginális hatása 16,86 (tehát a tanulással eltöltött idő egy évvel történő növelése általában a fizetésekben 16,86 ezer Ft-os növekedéssel jár együtt) azoknál a dolgozóknál, akik külföldön dolgoztak már, de csak 8,20 ezer Ft azok esetében, akik nem rendelkeznek külföldi tapasztalattal. Mivel a
-hoz tartozó p-érték (p-value) 0,02, a marginális hatások közötti különbség statisztikailag szignifikáns. Ez az eredmény azt mutatja, hogy a tanulással eltöltött idő jobban emeli a fizetést azoknál a dolgozóknál, akik rendelkeznek külföldi munkatapasztalattal.
Chapter 8. Logisztikus regressziós modellek
Ebben a fejezetben azt vizsgáljuk meg, amikor a dummy változók lesznek az eredményváltozók. Ez a regressziós vizsgálatok egyik speciális esete, mivel az eredményváltozó nominális (bináris, multinominális) vagy ordinális mérési szintű lesz.
A példában a mangalica.gdt file-ban 52 mangalicasertést tartó vállalkozás pénzügyi helyzetének (a jövedelem nagyság és a hitelállomány) hatását elemezzük, abból a szempontból, hogy az adott vállalkozás a termelését megszüntette-e vagy nem (a Csod változó 1-est vett fel abban az esetben, ha megszüntették a vállalkozást és nullát, ha folytatták a termelést). Azaz milyen hatással volt a jövedelem (Jovedelem) és a hitelállomány (hitel) a termelési kedvre. A vizsgált változókat a 8.1. ábrán mutatjuk be.
8.1. ábra A logisztikus modell változói Forrás: saját szerkesztés (GRETL képernyőkép)
Mielőtt lefuttatnánk a logisztikus regressziót az első lépésben érdemes megvizsgálni a leíró statisztikai mutatókat. Az összes adatot nem célszerű egyszerre vizsgálni, hanem le kell szűrni a vállalkozások két csoportjára és külön-külön elemezni az értékeket.
Ahhoz, hogy ezt meg tudjuk tenni az alapadatokat a Csod változó szerint növekvő sorba rendezzük a 8.2. és 8.3. ábrák szerint.
8. 2. ábra A sorba rendezés beállítása és a csőd változó kiválasztása Forrás: saját szerkesztés (GRETL képernyőkép)
A beállítás eredményeként a csőd változóban 0-val kódolt vállalkozások (amelyek nem mentek csődbe) kerülnek előre 1.–43. a sorban és az 1-gyel kódolt (csődbe ment vállalkozások) a 44.-52. sorszámot fogják kapni. Ezek után már könnyen szűrhetjük az adatainkat a sorszámuk alapján.
Először azoknak a termelőknek az alapstatisztikáit vizsgáljuk, akik nem mentek csődbe. Ez azt jelenti, hogy a Sample / Set range…./ Set sample range menüpontban a sorszámoknál (8.3. ábra) a kezdő érték az 1 lesz és a befejező érték a 43 lesz.
8. 3. ábra Az adatok szűrésének beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
Az így megfigyelt elemszám 43, ami az összes olyan vállalkozást magában foglalja, amely folytatta a termelését. Most már megvizsgálhatjuk a jövedelem és hitel értékek jellemzőit azoknál a termelőknél, akik nem mentek csődbe. Ehhez először ki kell jelölni mind a két változót és az egér jobb gombjával rákattintva beállíthatóvá válik a Summary Statistics menüpont (8.4. ábra).
8.4. ábra A leíró statisztika beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
Ezután az eredmények a 8.5. ábráról leolvashatók. Megfigyelhető, hogy átlagosan 6,6 millió Ft volt a jövedelem és a szórás 5,1 millió Ft körül alakult. A minimum érték -2 millió Ft, míg a maximum 16 millió Ft volt. A relatív szórás (CV: Coefficient of Variation) 77,2%, ami azt jelenti, hogy a sokaság heterogén összetételű.
8.5. ábra Azoknak a vállalkozásoknak a leíró statisztikai eredményei, amelyek nem mentek csődbe Forrás: saját szerkesztés (GRETL képernyőkép)
Ugyanakkor a hitel nagysága átlagosan 3,67 millió Ft és az ehhez tartozó szórás csak 0,75 millió Ft volt. Ez jóval kisebb változékonyságra utal, mint amit a jövedelem esetében figyelhettünk meg. A szórás terjedelme is kisebb volt 2 millió Ft (maximum – minimum között), ezért a relatív szórás csak 20,3% körül alakult. Tehát megállapítható, hogy a vállalkozások hitel terhei között lényegesen kisebb volt a különbség, mint a realizált jövedelmek esetében.
Ezeken az értékeken kívül érdekes lehet az alapadatok vizsgálata is. Ezért elvégezhetjük az eredeti adatok gyakoriságainak vizsgálatát, ha csak az egyik változót jelöljük ki és ezután a jobb egérgombbal rákattintunk (8.6. ábra).
8.6. ábra A gyakorisági adatok vizsgálatának beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
Az eredeti adatok gyakoriságainak vizsgálata alapján (8.7. ábra) jól látszik, hogy a 4 és a 10 millió Ft-os jövedelmek voltak a leggyakoribbak (70% körül volt a részarányuk). A -2 millió Ft-os és a 16 millió Ft-os értékek kb. csak 14%-ot tettek ki. A hitel nagysága esetében csak két hitel összeg volt megfigyelhető a 2 millió Ft (16,3%) és a 4 millió Ft. Jól látható, hogy 16,3 és 83,7 százalékos megoszlással szerepelt a két összeg.
8.7. ábra A vizsgált két változó gyakorisági értékei azoknál a vállalkozásoknál, amelyek nem mentek csődbe Forrás: saját szerkesztés (GRETL képernyőkép)
Folytatva a számításokat, most azokat a cégeket vizsgáljuk meg, amelyek csődbe mentek. Ehhez a 8.3. ábrához hasonlóan a Sample / Set range…./ Set sample range menüpontban a sorszámoknál a kezdő értéket 44-re és a befejező értéket 52-re kell állítani. Várhatóan ezeknek a vállalkozásoknak az átlagos mutatói rosszabbak lesznek, mint az eddig vizsgált vállalkozásoknak.
Az eredmények a 8-8. ábráról leolvashatók. Megfigyelhető, hogy a jövedelem átlagos értéke itt már negatív -1,33 millió Ft volt és a szórás nagysága hasonlóan alakult, mint a vállalkozások másik csoportjánál. A minimum érték -8 millió Ft, míg a maximum 6 millió Ft. A relatív szórás (CV: Coefficient of Variation) 387,9%, ami nagy heterogenitásra utal.
Ha a hitel terheket hasonlítjuk össze a két csoport között megállapíthatjuk, hogy ennek a csoportnak 6,66 millió Ft volt az átlaga, ami kb. 3 millió Ft-tal volt nagyobb érték, mint a másik csoport esetében. A szórás 2,82 millió Ft volt, meghaladva az előző csoport szórás értékét. A szórás terjedelme is nagyobb volt 10 millió Ft (maximum – minimum között), mint a másik típusú vállalkozói csoport esetében. A relatív szórás 42,4% volt kb. kétszer akkora, mint az először vizsgált vállalkozók esetén. Ebből megállapítható, hogy azoknál a vállalkozásoknál, amelyek csődbe mentek a hitelterhek nagyon súlyos problémát jelentettek szemben azokkal a vállalkozásokkal, amelyek folytatni tudták a termelésüket.
8.8. ábra A csődbe ment vállalkozások leíró statisztikai eredményei Forrás: saját szerkesztés (GRETL képernyőkép)
A termelésüket megszüntető vállalkozásoknál is érdemes megvizsgálni az alapadatokat. Ezért itt is elvégezhetjük az eredeti adatok gyakoriságainak vizsgálatát, ha csak az egyik változót jelöljük ki és ezután a jobb egérgombbal rákattintunk (8-9. ábra).
8.9. ábra A csődbe ment vállalkozásoknál a vizsgált két változó gyakorisági értékei Forrás: saját szerkesztés (GRETL képernyőkép)
Az eredeti adatok gyakoriságainak vizsgálata alapján (8.9. ábra) jól látszik, hogy a -6 millió Ft-os jövedelem (veszteség) volt a leggyakoribb (33,3% volt a részarányuk). Ezen kívül még a 3 millió Ft szerepelt kétszer. A hitel nagysága esetében a 6 és a 8 millió Ft fordult elő leggyakrabban, a 9 vállalkozásnál összesen 7 esetben, ami azt jelenti, hogy 33,3 és 44,4 százalékos megoszlással szerepelt a két összeg. Érdekes megfigyelni, hogy egy vállalkozás esetében nem volt megfigyelhető hiteltartozás és mégis beszüntette a termelését.
Az alapadatok vizsgálata után rátérhetünk a logisztikus regresszió vizsgálatára, de mielőtt elkezdenénk az elemzést, be kell állítani azt, hogy az összes vállalkozást egyszerre tudjuk vizsgálni. Ez azt jelenti, hogy a Sample / Set range…./ Set sample range menüpontban a sorszámoknál (8-3. ábra) a kezdő érték az 1 és a befejező értéket az 52 lesz. Ha sikerült beállítanunk a sorszámokat a következő lépésben a Model/Nonlinear models/Logit/Binary… menüpontban kell beállítani a vizsgálni kívánt változókat (8.10. ábra).
8.10. ábra A logit modell kiválasztásának menete Forrás: saját szerkesztés (GRETL képernyőkép)
Ennél a modell típusnál lehetséges nominális eredményváltozót is vizsgálni a regresszió során. A hatótényezők közé a jövedelem és a hitel nagyságát kell beállítani, míg az eredményváltozóhoz a csőd változót illesztjük be. A modell beállításainál a konstans automatikusan megjelenik a hatótényezők között. Ha kíváncsiak vagyunk a paraméterek megbízhatóságára, akkor át kell állítanunk a „Show p-values” gombot is.
8.11. ábra A logit modell változóinak beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
A modell lefuttatása után a következő eredményeket kaptuk:
Model 1: Logit, using observations 1-52
Dependent variable: Csod
Standard errors based on Hessian
Coefficient Std. Error z p-value
const -6,16762 2,55177 -2,4170 0,01565 **
Jovedelem -0,356381 0,184928 -1,9271 0,05396 *
hitel 1,1919 0,565109 2,1091 0,03493 **
Mean dependent var 0,173077 S.D. dependent var 0,382005
McFadden R-squared 0,570443 Adjusted R-squared 0,445224
Log-likelihood- 10,29135 Akaike criterion 26,58270
Schwarz criterion 32,43643 Hannan-Quinn 28,82689
Number of cases 'correctly predicted' = 48 (92,3%)
f(beta'x) at mean of independent vars = 0,382
Likelihood ratio test: Chi-square(2) = 27,3334 [0,0000]
Predicted
0 1
Actual 0 43 0
1 4 5
Először megvizsgáljuk a modell paramétereit. A jövedelemhez tartozó „Coefficient vagy más néven β érték” oszlopban lévő szám negatív előjelű, ami azt jelenti, hogy a jövedelem emelkedése csökkenti a csőd kockázatát és a hitel pozitív előjele egyértelműen arra utal, hogy a hitel nagyságának jelentős szerepe van a csőd kialakulásában. A „p-value” oszlopban 0,05 körüli vagy kisebb értékek vannak mindkét hatótényezőnél és így kijelenthető, hogy a modellbe vont változók szignifikáns hatással vannak a csőd előrejelzésében is. Ha az exponenciális β-kat (eβ, esélyhányadosokat) kiszámoljuk, megkapjuk azokat az értékeket, amelyek megmutatják, hogy a csőd kialakulására hányszor nagyobb esélye van egy adott vállalkozásnak akkor, ha 1 egységgel azaz 1 millió Ft-tal megnőne a jövedelmének illetve a hitelének az összege. A jövedelem esetében 0,70 értéket kaptunk, ami azt jelenti, hogy ha nő a vállalkozás jövedelme 1 millió Ft-tal a csőd veszélye 0,7-szeresére csökken. A hitel esetén ugyanakkor 1 egységnyi (1 millió Ft) növekedés 3,29-szeresével növeli meg a csőd kockázatát.
Tovább elemezve az eredményeket megállapítható, hogy a modell illeszkedését jelző Likelihood ratio teszt χ2 értéke 27,33 a hozzá tartozó szabadságfok értéke 2 (mivel két változót vontunk be a modellbe). Ez a χ2 érték, ami elég nagy arra utal, hogy a modell magyarázó ereje megfelelő, amit a szignifikancia szint is alátámaszt (p<0,0001). A McFadden féle érték (0,57 = 57%) azt mutatja meg, hogy mennyit javult a modell az üres modellhez képest azzal, hogy bevontunk magyarázóváltozókat és úgy értelmezhető, mint a lineáris regresszió R2 értéke. Az Adjusted R-squared mutató az előző értéket azzal módosítja, hogy kiszűri a modellbe vont változók számának növekedését és végül így a modell magyarázó ereje 44,5%-os lett.
A jelentés következő része a modell által helyesen besorolt eseteket mutatja.
Összehasonlítás végett az SPSS által kiszámolt kiindulási modell besorolását is bemutatjuk (8-12. ábra). Ez azt mutatja, hogy ha véletlenül soroltuk volna be a vállalkozásokat a csődbe ment és nem ment csődbe csoportokba, akkor 82,7%-ban eltaláltuk volna a tényleges besorolást.
Ehhez képest a két változó bevonásával a modell jelentősen javította a besorolást (az 52 gazdaságból mindössze csak 4-et nem sorolt be helyesen), és így majdnem 10% ponttal jobb eredményt kaptunk (92,3%), mint a véletlen modellel.
Number of cases 'correctly predicted' = 48 (92,3%)
Predicted
0 1
Actual 0 43 0
1 4 5
A modell eredményeként megkaphatjuk a reziduumokat is, ahol grafikusan követhetjük a besorolás pontosságát minden egyes vállalkozás esetében.
8.13. ábra A besorolás pontosságát mutató reziduumok alakulása Forrás: saját szerkesztés (GRETL output)
Chapter 9. Gazdasági függvények elemzése
Egy mezőgazdasági vállalkozás kukoricában elvégzett műtrágyázási kísérlet alapján meg akarja határozni, hogy mennyi műtrágyát érdemes adagolni hektáronként, úgy, hogy a fedezeti hozzájárulás maximális legyen.
A műtrágyázási kísérlet eredményeit a 9-1. táblázat tartalmazza:
A kukorica tervezett értékesítési ára 40000 Ft/to, a műtrágya ára 230 Ft/kg.
A műtrágyázás eredményeként magasabb hozamok várhatók. A magasabb hozamok miatt megnő a szárítási költség és a betakarítási költség (több árut kell szárítani, kisebb lesz a hektáronkénti betakarítógép teljesítmény, magasabb lesz a szállítási költség), nő a lekötött tőke költsége (műtrágya, egyéb anyagok), amit szintén figyelembe kell venni. A gazdaságban kiszámolták, hogy a változó termésmennyiséggel összefüggő változó költség 4000 Ft egy tonna kukoricatermésre vetítve. A fedezeti hozzájárulást a termelési érték (hozam x értékesítési ár) és az adagolt műtrágya mennyiségtől függő változó költségek különbségeként számolják.
Cél: Mennyi műtrágyát adjon egy hektárra a gazdaság, hogy a fedezeti hozzájárulás maximális legyen. (a mintafeladat a függv_el.xls fájlban található):
Vizsgáljuk meg, hogy milyen jellegű a műtrágyázás és a hozam közötti kapcsolat. Ábrázoljuk pontdiagrammal a változókat!
9.1. ábra A kukorica termésátlagának alakulás a műtrágyázás függvényében Forrás: Saját szerkesztés
A pontdiagram (9 1. ábra) alapján jól látszik, hogy a műtrágyázás hatására kezdetben gyorsan emelkedik a termésátlag, majd egy maximum érték elérése után már csökkenés figyelhető meg, ezért célszerű másodfokú függvénnyel számolnunk.
A másodfokú függvény regressziós paramétereinek meghatározásához a független változó (NPK kg) négyzetre emelt értékeit is meg kell határoznunk (9-2. táblázat).
Az elemzést Excelben végezzük. Másodfokú parabolát illesztünk az adatainkra. A regressziószámítást az Excel beépített Adatelemzés eszközével végezhetjük el. Az Adatelemzés Excel 2003-ban az Eszközök menüpontban, ennél újabb verziókban az adatok menüszalagon érhető el. Ha nem találjuk a menüben, akkor az Analysis ToolPak bővítményt szükséges telepíteni. Az Adatelemzés→Regresszió pontjának kiválasztása után megadjuk a szükséges adatokat (9.2. ábra):
9.2. ábra A regressziószámítás paramétereinek beállítása Excelben Forrás: Saját szerkesztés Excel képernyőkép alapján
A bemeneti Y tartomány a függő változó (Hozam t/ha oszlop) a bementi X tartomány a független változó. A független változó kijelölésekor egy tömbben jelöljük ki az elsőfokú és a másodfokú tagokat (NPK kg és NPK2 oszlopok). Ha feliratokat is kijelöltünk, értelemszerűen kipipáljuk a Feliratok jelölőmezőt is. Kimeneti tartományként több lehetőséget is felkínál az Excel, a kimeneti beállításoknál tetszés szerint választhatunk (9 2. ábra) Az OK gombra kattintás után az Excel elvégzi a számításokat:
Megállapíthatjuk, hogy a két tényező között igen szoros a kapcsolat, és a regressziós paraméterek p-értékét is figyelembe véve a regressziós függvény alkalmas a további elemzések elvégzésére.
A regressziós görbe egyenlete (hozamfüggvény)
Hozam függvény: y= 4,630+ 0,020x -0,00002x2 azaz
Hozam_t_per_ha =4,63 + 0,02 * NPK_kg -0,00002 * NPK_kg2
A függvény maximuma az pontban található, ami 505,27 kg NPK és az itt felvett függvényérték 9,7 t/ha termésátlagnak felel meg. Ez azt jelenti, ha maximális termésátlagra törekednénk, akkor 500 kg körüli műtrágyát kellene kijuttatnunk. A gazdaság célja azonban nem ez, hanem a maximális fedezeti hozzájárulás elérése. A részletes számításokat a 9.3. ábra mutatja be.
9.3. ábra Optimális ráfordítási szint számítása Forrás: Saját számítás
Vizsgáljuk meg részletesen, hogy a különböző ráfordításszinteknél hogyan alakulnak a különböző mutatók (9 4. ábra):
Adjuk a meg a vizsgálni kívánt műtrágyázási szinteket. 25 kg-os értéktől indulva 50 kg-al növeltük az egyes szinteket (A14:A30 tartomány). Az optimális és a maximális ráfordításszintet is adjuk meg (A21 és A 25 cella).
A regressziós függvény segítségével számítsuk ki a növekvő ráfordításszintekhez tartozó hozamokat:
Hozam_t_per_ha =4,63 + 0,02 * NPK_kg -0,00002 * NPK_kg2
B14: = $C$10+$E$10*A14+$G$10*A14*A14 (a képletet továbbmásoljuk a B15:B30 cellákba)
A marginális hozam számítása:
C14: =($E$10+2*$G$10*A14)*1000 (a képletet továbbmásoljuk a C15:C30 cellákba)
Az átlaghozam:
D14: =B14/A14*1000 (a képletet továbbmásoljuk a D15:D30 cellákba)
Az elaszticitás meghatározása:
E14: =C14/D14 (a képletet továbbmásoljuk az E15:E30 cellákba)
A termelési érték a különböző ráfordításszinteknél:
TÉ=HÁh ahol H: hozam Áh: a hozam ára
H = a+bR+cR2 → TÉ=Áha+ÁhbR+ÁhcR2
F14: =$B$2*B14/1000 (a képletet továbbmásoljuk az E15:E30 cellákba)
A marginális termelési érték:
TÉm=Áhb+Áh2cR = Áh(b2cR) = ÁhHm
G14: =C14*$B$2/1000 (a képletet továbbmásoljuk a G15:G30 cellákba)
A műtrágyázási költség:
Kv = ÁRR
ahol ÁR : a ráfordítás ára
R: a ráfordítás mennyisége
H14: =A14*$B$3/1000 (a képletet továbbmásoljuk a H15:H30 cellákba)
A marginális műtrágyázási költség:
A műtrágyázási költség R szerinti deriváltja, azaz a ráfordítás ára.
I14: =$B$3 (a képletet továbbmásoljuk az I15:I30 cellákba)
A fedezeti hozzájárulás kiszámítása:
FH = TÉ-Kv → FH = ÁhH-ÁRR
J14: =F14-H14 (a képletet továbbmásoljuk a J15:J30 cellákba)
A marginális fedezeti hozzájárulás:
K14: =G14-$B$3 (a képletet továbbmásoljuk a G15:G30 cellákba)
9.4. ábra Az optimális ráfordítási színvonal meghatározásának lépései Forrás: Saját szerkesztés
A másodfokú parabola sajátosságainak megfelelően a műtrágyázás hatására a hozamok kezdetben meredeken, majd a csökkenő hozadék elvének megfelelően egyre kisebb mértékben nőnek. A maximum elérése után depressziós szakasz következik, azaz 505,3 kg-nál több műtrágya adagolása már terméscsökkenést okoz. Az előbb leírtakat leginkább a marginális hozam és az elaszticitás alakulása szemlélteti. A fedezeti hozzájárulás maximuma annál a ráfordítás mennyiségnél adódik, ahol marginális termelési érték egyenlő az előállításához szükséges marginális költséggel. Ebben a pontban a marginális fedezeti hozzájárulás nullával egyenlő:
A 9.4. ábra G21, I21, és K21 cellái, illetve a 9. 5. ábra szemléltetik az optimum kritérium teljesülését:
Az optimális ráfordítási szint: 361,2 kg NPK/ha
Az optimális ráfordítási szintnél elért hozam: 9,32 tonna/ha
9.5. ábra Az optimális termelési szint meghatározása Forrás: Saját szerkesztés
Chapter 10. Kisimító eljárások, előrejelzés (mozgóátlagolás, szűrők, trendek)
Az idősoros előrejelzés általában arra épít, hogy egy változó értékét saját múltbeli értékéből próbálja megbecsülni és előre jelezni. Az idősorelemzés legérdekesebb eleme az előrejelzés (forecast). Ennek két formája van az egyik az „ex post” (hátratekintő becslés), amelynél a megfigyelési időszakra becslünk, ahol tényleges idősoros megfigyeléseink léteznek. A másik az „ex ante” (időben előretekintő becslés), amikor a megfigyelési időszakon kívülre becslünk. Az előrejelzés elvi alapja az, hogy a vizsgált jelenség természetének ismeretében valami törvényszerűséget keresünk, ami szerint a jelenség alakul, és ezt változatlannak feltételezzük a megfigyelési időszakon kívülre is.
A példában egy húsipari vállalkozás havi jövedelmének alakulását elemezzük 2004. január és 2012. április között. A megfigyelt időszakok száma 100 volt. Az adatokat a „jovedelem.gdt” fájl tartalmazza (10.1. ábra).
10.1.. ábra A „jovedelem.gdt” egy húsipari vállalkozás havi jövedelmének alakulását mutatja Forrás: saját szerkesztés (GRETL képernyőkép)
Az első lépésben az adatokra 12 tagú mozgóátlagot számítunk ki a GRETL segítségével. Ehhez a jövedelem változót kell kiválasztani, majd a Variable/Filter/Simple moving average menüt jelöljük ki (10.2. ábra).
10.2. ábra A mozgó átlag számításának kijelölése Forrás: saját szerkesztés (GRETL képernyőkép)
Ha megtörtént a kijelölés egy előugró ablakban tudjuk elvégezni az elemzéshez szükséges beállításokat (10.3. ábra). Az első sorban a mozgóátlagolás tagszámát kell megadni, mivel havi adatokkal rendelkezünk, ezért 12 tagú vagy ennek egész számú többszörösét érdemes beállítani. Ha páros tagszámú mozgóátlagokat számítunk célszerű kipipálnunk a „Centered” felirat előtti kis négyzetet is, amivel a program korrigált mozgóátlagokat fog előállítani. A következő részben a grafikonokat kérhetjük le. Az első grafikon típus az eredeti és a mozgóátlag adatokat együtt fogja ábrázolni. A második ábra a maradék tagokat és az esetleges ciklus értékeket mutatja. (A maradék ebben az esetben a megfigyelt és a mozgóátlag adatok közötti különbséget jelenti).
10.3. ábra A mozgó átlag menü beállításai Forrás: saját szerkesztés (GRETL képernyőkép)
Az ablak harmadik részében lehetőségünk van a kiszámított adatok elmentésére, amelyek hozzáadódnak a jövedelem fájlhoz (10.4. ábra). Mind a mozgóátlagot, mind a ciklust tartalmazó idősoroknak meg tudjuk adni a nevét is. Ha ezt nem akarjuk beállítani a program automatikusan ma_jovedelem és mc_jovedelem néven menti el a kiszámított adatokat.
10.4. ábra A mozgóátlag és ciklus adatokkal kiegészített jövedelem fájl Forrás: saját szerkesztés (GRETL képernyőkép)
Az eredményt a 10.5. ábrán láthatjuk, abban az esetben, ha mindkét vonaldiagramot kértük a géptől. Az ábra felső részén a jövedelem adatok és a 12 tagú korrigált mozgóátlag adatok vannak feltüntetve. Jól látható, hogy a mozgóátlagok vonaldiagramja rövidebb, mint az eredeti idősor. Ez abból adódik, hogy 12 tagú centírozott mozgó átlagolás esetén, az idősor elején 6 adat és az idősor végén is 6 adat hiányozni fog. Az ábra alapján megállapítható, hogy két mélypontja volt a vizsgált időszakban a vállalkozás jövedelmének. Az első mélypont a 2007. év második felében, míg a második mélypont 2010-ben volt, szintén az év második részében. A 10.5. ábra alsó részén a jövedelem és a mozgóátlag adatok különbségét láthatjuk vonaldiagram formájában. Ezt a program ciklus komponensnek nevezi, ami valójában a véletlen ingadozást is tartalmazza.
Meg kell jegyezni azonban azt, hogy a hagyományos értelemben vett idősor elemzés esetében az éven belüli mozgást szezonális eltérésnek nevezzük és csak a több év alatt bekövetkező szabályos vagy szabálytalan mozgásra használjuk a ciklus kifejezést.
10.5. ábra A jövedelem, a mozgóátlag és a ciklus adatok ábrázolása Forrás: saját szerkesztés (GRETL képernyőkép)
A mozgóátlagok kiszámítása mellett a GRETL programban többféle szűrési technikát is alkalmazhatunk. Ezek közül mi az exponenciális simítást és a polinomiális görbe illesztést fogjuk bemutatni.
Az exponenciális simítás elvégzéséhez – a mozgóátlag számításához hasonlóan – az első lépésben a jövedelem változót kell kiválasztani, majd a Variable/Filter/Exponential moving average menüt jelöljük ki (10.2. ábra). Egyenlettel felírva az exponenciális simítás általános alakja az . Az α simítóparaméter felelős azért, hogy a modell milyen mértékben veszi figyelembe a hibát. Ha az α 0-hoz közeli érték, akkor a hibát „elhanyagoljuk”, a következő becslésünknél alig vesszük figyelembe, aminek az értéke így alig tér el az előző időszaki becsléstől, a modell „kisimítja” az idősor tényleges ingadozásait. Ha viszont az α 1-hez közeli érték, akkor a hibát jól beépítjük a modellbe, ennek hátránya viszont, hogy mivel ezáltal a véletlen ingadozások is erősen beépülnek, a modell nem képes a meglévő tendenciák leírására. Azért, hogy be tudjuk mutatni ezt a tulajdonságot, három értéket is behelyettesítettünk az α helyére (0,2; 0,5 és 0,8). A 10-6. ábra mutatja azt, hogy a „Weight on current observation” sorban kell az értékeket változtatni, majd a „Save smoothed series as” sorban lehet az új értékeket elmenteni és elnevezni is.
10.6. ábra Az exponenciális simítás beállításai különböző α paraméterek mellett Forrás: saját szerkesztés (GRETL képernyőkép)
Az eltérő beállítások lefuttatása után az adatbázis kiegészül a három új simított adatsorral. Ha együtt szeretnénk ábrázolni az eredeti jövedelem adatokat és az új értékeket is, akkor mind a négy adatsort ki kell jelölni és a jobb egérgombbal kattintva ki kell választani a „Time series plot” menüt (10-7. ábra).
10.7. ábra A jövedelem és a három új exponenciálisan simított változó kijelölése ábrázolásra Forrás: saját szerkesztés (GRETL képernyőkép)
A 10.8. ábra mutatja a jövedelem adatok és az eltérő α paraméterek (0,2; 0,5 és 0,8) mellett simított adatsorok vonaldiagramjait. Az ábrán jól látszik, hogy a 0,2-es α paraméter esetében az illesztett értékek diagramja nagyon kisimítja az adatsort és kevésbé veszi figyelembe az egyes időszakokban bekövetkezett véletlen ingadozásokat. Ugyanakkor a 0,8-es paraméter esetében a simított adatok nagyon jól követik a jövedelem-ingadozásokat, ezáltal a véletlen hatását teljesen beépítették a modellbe. A 0,5-es α érték adatsora a másik két becsült adatsor között helyezkedik el.
10.8. ábra A jövedelem adatok és az eltérő α paraméterek (0,2; 0,5 és 0,8) mellett simított adatsorok grafikonja Forrás: saját szerkesztés (GRETL képernyőkép)
Ahhoz, hogy el tudjuk dönteni, hogy az eltérő simító paraméterek közül melyiket célszerű alkalmaznunk a jövedelem adatok becslésére, ki kell számítanunk az illeszkedés pontosságát is, ezért a 2012. év 4 hónapját (az adatsor utolsó 4 hónapja) felhasználjuk a modellek előrejelző képességének vizsgálatára. Ebben az esetben az adatainkat 2011 decemberéig le kell szűrni (96 hónapot jelent) és a 2012-es év adataitól vett eltéréseket különböző módon kell kiszámítani (ME, MSE, RMSE…..).
Az előrejelzés pontosságának vizsgálatát a menüből közvetlenül nem tudjuk elvégezni, ezért a Tools/Gretl console menübe (10-9. ábra) kell gépelnünk közvetlenül a parancsainkat. Ide az un. script fájlokat tudjuk írni, illetve megnyitni a már meglevő vagy elmentett ilyen jellegű utasításainkat.
10.9. ábra A GRETL konzol megnyitása Forrás: saját szerkesztés (GRETL képernyőkép)
A script fájlok kiterjesztése „ .inp”, ami alapján könnyen el tudjuk különíteni az eddig használt „.gdt” GRETL fájloktól (10-10. ábra). A felhasználónak lehetősége van arra, hogy az egyszer már megírt és elmentett script fájl tartalmát másolja és csupán a simító paraméter értékét megváltoztatva egy újabb futtatást készítsen. Ebben az esetben célszerű az eredmények nevét is megváltoztatni azért, hogy megmaradjon mindkét vagy esetleg több vizsgálat eredménye is. Ha ez nem történik meg a program automatikusan felülírja az előzőleg kiszámított eredményeket és így csak az utolsó beállítás fog szerepelni az elmentett adatok között.
A 10.10. ábra első sorában az „smpl 1 96” parancs van, ami azt jelenti, hogy a program a 100 adatunkból az első 96-ot mintaként fogja kezelni és ezekre az adatokra fogja elvégezni az ez után következő parancsokat.
A második sorban a „series x=movavg(jovedelem,0.2) #change the parameter 0.2” szerepel. Ez az exponenciális simítás parancsa, ahol az x azt jelenti, hogy a program hozzon létre egy új x változót, amit a jövedelem változó exponenciális simításával számít ki úgy, hogy a simító paramétert 0,2-re állítja be. A # utáni rész csak a felhasználónak ad információt arról, hogy a parancs mit fog csinálni (a parancssornak ez a része el is hagyható).
A harmadik sor „smpl 97 100” beállítja a maradék négy hónapot, mint új mintát és így az ezután következő parancsok csak erre a négy adatra fognak vonatkozni.
A negyedik sorban „series f=x[96]” létre hoz egy új f változót, ami a négy időszakra előre becsült simított értékeket fogja tartalmazni.
Az ötödik sor „matrix f_stats=fcstats(jovedelem,f)” kiszámítja egy oszlopvektorba az illeszkedés pontosságát mutató értékeket.
A hatodik sor „f_stats” kiíratja ezeket az eredményeket a „script output” ablakba.
A hetedik sor „smpl full” megszünteti a szűrési beállítást és ismételten az összes adattal tudunk majd dolgozni a következőkben.
10.10. ábra Az exponenciális simítás parancssora három simító tényező vizsgálatára Forrás: saját szerkesztés (GRETL képernyőkép)
A script fájl további soraiban a másik két simító paraméterrel történő utasítások szerepelnek. Ha mindet kijelöljük és a „Run” ikonnal lefuttatjuk a parancsokat a 10-11. ábrán látható eredményeket kapjuk.
Az ábra az első α=0,2 simító paraméterre vonatkozó eredményeket mutatja be. Az ábra alsó részén szereplő oszlopvektor csak 9 adatot tartalmaz, mivel az RMSE (Root Mean Squared Error) értéket a GRETL nem közli az exponenciális simítás esetén. Az oszlopvektor második eleme a MSE (Mean Squared Error), aminek az értéke 63,498 volt. Ennek kell vennünk a négyzetgyökét , ami 7,9686 és ezt fogjuk majd beírni a közlési tábla (10-1. táblázat) harmadik sorába.
10.11. ábra Az exponenciális simítás parancsainak output részlete Forrás: saját szerkesztés (GRETL képernyőkép)
Megfigyelhető, hogy az oszlopvektor utolsó három értéke azonos „1,#QNB”. Mivel az exponenciális simítás minden előre jelzett időszakra ugyanazt az értéket számítja ki, ezért az utolsó három mutató értékét ebben az esetben nem értelmezzük.
A script lefuttatása után nem csak a „script output” ablakban jelennek meg az eredmények, hanem az eredeti jövedelem fájlt is kiegészíti a program hat új változóval (10.12. ábra). Ezek páronként az eltérő simító paraméterek eredményeit tartalmazzák. Az x változó az α=0,2 simítás eredményét adja. Természetesen az eredmények csak a szűrt adatok időintervallumára vonatkoznak, azaz 2011 decemberéig terjednek. Az f változó az előre jelzett intervallumra, azaz 2012 januárja és áprilisa közötti időtávra becsült értékeket foglalja magába (mindegyik időszak értéke ugyanaz a szám lesz). A következő négy változó a másik két simító paraméterrel – az elsőhöz hasonlóan – előállított értékeit tartalmazza.
10.12. ábra Az exponenciális simítás script fájljának eredményeivel kiegészített jövedelem fájl Forrás: saját szerkesztés (GRETL képernyőkép)
Az eredmények alapján készítettünk egy összehasonlító táblázatot (10-1. táblázat), amelyben mind a három simító paraméterrel elvégzett előre jelzések pontosságát könnyen összehasonlíthatjuk. A pontosság mutatóit megvizsgálva megállapíthatjuk, hogy egy kivételével (Theil's U) mindegyik esetében az α=0,5-ös oszlopban lévő értékek a legalacsonyabbak. Ez azt jelenti, hogy ezzel az α paraméterrel érdemes a következő időszakra vonatkozó becslést lefuttatni. Érdemes megjegyezni, hogy a MAPE mutató értéke (-131,05), pedig ez a mutató elméletileg a különbségek abszolút értékeit átlagolja, vagyis nem lehetne az előjele negatív. Az értéke jóval meghaladja a 100%-ot, ami arra utal, hogy az előre jelzett értékek nem illeszkednek megfelelően a tényleges adatokra.
A 10.13. ábrán együtt ábrázoltuk a jövedelem adatokkal a simított értékeket és az előre jelzett adatokat is.
10.13. ábra A jövedelem értékek és az α=0,5 simító paraméterrel becsült értékek ábrázolása Forrás: saját szerkesztés (GRETL képernyőkép)
A következő részben megvizsgáljuk azt, hogy más szűrési eljárással hogyan érdemes elvégezni az adataink előrejelzését. Ehhez le kell szűrnünk az adatainkat.
A 10.14. ábrán bemutatjuk, hogyan kell elvégezni ezt a gyakorlatban. A „Sample/Set range…/Set sample range” menüpontban be kell állítanunk az „End” értéket 2011:12-re, ami azt jelenti, hogy az utolsó négy időszak adatát (a 2012-es év első négy hónapját) nem vesszük figyelembe. Így a 100 megfigyelési egység helyett csak 96 hónap adatával számolunk a modelljeink becslésénél.
10.14. ábra Az adatok szűrésének beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
A 10.15. ábrán látható, hogy a „Model/Ordinary Least Squares…” menüpontban lehet a lineáris trend függvény változóit beállítani. A „Dependent variable” ablakba kell a jövedelem változót áttenni, míg az „Independent variables” ablakba pedig a „time” változót állítjuk be.
10.15. ábra Az OLS modell megnyitása és a változóinak beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
A lineáris regressziós modell (lineáris trendfüggvény) eredménye a következő lesz:
Model 1: OLS, using observations 2004:01-2011:12 (T = 96)
Dependent variable: jovedelem
Coefficient Std. Error t-ratio p-value
const 9,7491 4,92327 1,9802 0,05060 *
time -0,643388 0,0881383 -7,2997 <0,00001 ***
Mean dependent var -21,45521 S.D. dependent var 29,79730
Sum squared resid 53832,30 S.E. of regression 23,93082
R-squared 0,361787 Adjusted R-squared 0,354998
F(1, 94) 53,28634 P-value(F) 9,14e-11
Log-likelihood -440,0236 Akaike criterion 884,0471
Schwarz criterion 889,1758 Hannan-Quinn 886,1203
rho 0,950530 Durbin-Watson 0,152026
A modell paraméterei szignifikánsak, de a módosított R2 értéke 0,355, ami azt mutatja, hogy a lineáris trend által becsült várható értékek illeszkedése nem lesz megfelelő.
A 10.16. ábrán bemutatjuk, hogyan lehet a modell eredményeinél beállítani az előrejelzést a GRETL programban.
Az „Analysis/Forecasts…” menüpontot kiválasztva lehetőségünk van előrejelzést készíteni az aktuális modellünk alapján a meglévő, de eddig nem vizsgált időintervallumra.
10.16. ábra Az előrejelzés beállítása a lineáris trend eredményeinél Forrás: saját szerkesztés (GRETL képernyőkép)
A szűrő eljárások között lehetőségünk van arra, hogy polinomiális szűrést is végrehajtsunk. Mivel az eredeti jövedelem adatok alakulásánál megfigyelhető volt egy másodfokú függvénnyel leírható parabolához hasonlító mozgás az időben, ezért célszerűnek tűnik a másodfokú polinommal való szűrés. Ehhez a jövedelem változóra jobb gombbal kattintva a „Variable/Filter/Polinomial trend” menüpontot kell kijelölni (10.17. ábra). Az előugró ablakban az „Order” ablakban át kell állítani 2-re az értéket. Ez azt jelenti, hogy a program másodfokú polinomot fog illeszteni a 2011 decemberéig szűrt adatainkra.
10.17. ábra A másodfokú polinommal történő szűrés beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
A 10.18. ábrán bemutatjuk a másodfokú parabolával illesztett értékeket és az eredeti jövedelem adatokat. Az ábrán jól megfigyelhető, hogy a vágóhíd adatai 2004 és 2012 között egy minimum ponttal rendelkező parabola értékei körül ingadoztak. Ez alapján azt várhatjuk, hogy az előre becsült értékeink pontosabban fogják megbecsülni a 2012 év első négy hónapjának tényleges értékeit, mint a lineáris trenddel történt előrejelzés esetében.
10.18. ábra Az eredeti jövedelem adatok és a másodfokú polinommal illesztett értékek ábrázolása Forrás: saját szerkesztés (GRETL képernyőkép)
A „Variable/Filter” menüpontban nem tudjuk mérni a polinomiális trend illeszkedésének pontosságát. Ezért célszerű a lineáris trendnél alkalmazott módon eljárnunk. Ehhez először létre kell hoznunk egy új változót, ami a „time” változó értékeinek a négyzetét tartalmazza. Az „Add/Define new variable…” menüpontban könnyen létre tudjuk hozni „time2” néven ezt az új változót (10.19. ábra).
10.19. ábra A „time” változó négyzetének létrehozása Forrás: saját szerkesztés (GRETL képernyőkép)
A „Model/Ordinaly Least Squares…” menüpontban kell elvégeznünk a másodfokú polinom változóinak megadását (10.20. ábra). A függő változó a jövedelem és a független változókhoz kell beillesztenünk a „time” és a „time2” változókat.
10 .20. ábra A másodfokú trendfüggvény illesztésének menete a jövedelem adatokra Forrás: saját szerkesztés (GRETL képernyőkép)
A másodfokú polinomiális regressziós modell (parabolikus trendfüggvény) eredménye a következő lesz:
Model 2: OLS, using observations 2004:01-2011:12 (T = 96)
Dependent variable: jovedelem
Coefficient Std. Error t-ratio p-value
const 50,3686 5,0306 10,0125 <0,00001 ***
time -3,1303 0,239387 -13,0763 <0,00001 ***
time2 0,0256382 0,0023911 10,7223 <0,00001 ***
Mean dependent var -21,45521 S.D. dependent var 29,79730
Sum squared resid 24072,89 S.E. of regression 16,08876
R-squared 0,714602 Adjusted R-squared 0,708465
F(2, 93) 116,4305 P-value(F) 4,77e-26
Log-likelihood -401,3938 Akaike criterion 808,7876
Schwarz criterion 816,4806 Hannan-Quinn 811,8972
rho 0,822946 Durbin-Watson 0,333736
A modell paraméterei még nagyobb mértékben szignifikánsak, mint a lineáris trend esetében. A módosított R2 értéke kétszerese a lineáris modell illeszkedésének 0,708, ami azt mutatja, hogy a parabolikus trend által becsült várható értékek illeszkedése sokkal megbízhatóbb, mint a lineáris modellel becsült értékek esetén.
A 10.21. ábrán bemutatjuk, hogyan lehet a polinomiális modell eredményeinél beállítani az előrejelzést a GRETL programban.
Az „Analysis/Forecasts…” menüpontot kiválasztva lehetőségünk van előrejelzést készíteni az aktuális modellünk alapján az eddig nem vizsgált 4 időszakra.
10.21. ábra A másodfokú polinommal történő előrejelzés beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
A 10.22. ábrán láthatjuk a vágóhíd jövedelem adatait és a parabolikus trenddel előre jelzett értékeket. A programmal az előre jelzett értékek konfidencia intervallumait is tudjuk ábrázolni.
10.22. ábra A jövedelem adatok, a parabolikus trenddel előre jelzett adatok és a konfidencia intervallumok ábrázolása Forrás: saját szerkesztés (GRETL képernyőkép)
Az ábra alapján megállapíthatjuk, hogy a becsült értékek jól közelítik a vállalat 2012-ben megfigyelt jövedelem értékeit. Azért, hogy a különböző modelljeink előrejelző képességét össze tudjuk hasonlítani az eredményeket egy közös táblázatban tüntettük fel. A 10-2. táblázat tartalmazza az előrejelzés bizonytalanságát mérő mutatók értékeit az utolsó négy időszak adataiból számítva.
A 10-2. táblázat alapján megállapítható, hogy a MPE és a MAPE kivételével a parabolisztikus trend oszlopában levő értékek a legkisebbek. Mivel a jövedelem adatokban eredetileg is megfigyelhető volt egy másodfokú parabolához hasonló tendencia, így azt mondhatjuk, hogy ezt a függvénytípust érdemes alkalmazni a vállalkozás 2012. év második felére várható jövedelmének becslésére.
Mielőtt a megfigyelési időszakon túl becsülnénk szükséges az adatbázis módosítása. Ezért a „time” változót jobb egérgombbal kijelöljük és az „Edit values” menüpontra kattintunk (10.23. ábra). A következő ablakban megjelennek a „time” változó értékei 2004. januártól 2012. áprilisig. Az első sorban a + jelre kattintva lehetséges új változó (Add variables) vagy új megfigyelések (Add observations) hozzáadása az adatbázishoz.
10.23. ábra A „time” változó értékeinek kijelölése szerkesztésre Forrás: saját szerkesztés (GRETL képernyőkép)
A 10.24. ábra megmutatja azt, hogy hogyan lehet a megfigyelések számát növelni adott számú egységgel. Az ábrán a „time” változó adatait növeljük meg úgy, hogy 2012. decemberig álljanak rendelkezésünkre értékek. Ehhez a kiegészíteni kívánt adatok számát 8-ra kell állítanunk.
10.24. ábra Megfigyelési egységek hozzáadása az adatbázishoz Forrás: saját szerkesztés (GRETL képernyőkép)
Ezután ha megnézzük a dátum értékeket láthatjuk, hogy az adatbázis kibővült 8 időszakkal 2012 decemberig (10.25. ábra). Ez azt jelenti, hogy 100+8 adatunk lehet ebben a változóban. Ezért a 2012:05 sortól ki kell töltenünk a további sorszámokat. Az első értéknek 101-et kell begépelnünk, majd folytathatjuk a többi cella kitöltésével. Az utolsó érték a 108-as sorszám lesz. Ha feltöltöttük az adatokat a „pipa” jellel kell véglegesíteni a módosításunkat. Meg kell jegyeznünk, hogy ezzel a „time2” változó hiányzó értékeit is kiszámolja a program. Ez azt jelenti, hogy nekünk nem szükséges újra előállítanunk a „time adatok” négyzetes értékeit.
10.25. ábra A „time” változó értékeinek kibővítése 8 megfigyelési egységgel Forrás: saját szerkesztés (GRETL képernyőkép)
A 10.26. ábra mutatja be, hogyan lehet a polinomiális modell eredményeinél beállítani az előrejelzést a GRETL programban.
Az „Analysis/Forecasts…” menüpontot kiválasztva lehetőségünk van előrejelzést készíteni az aktuális modellünk alapján a következő 8 időszakra.
10.26. ábra A másodfokú polinommal 2012 év végéig történő előrejelzés beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
A 10.27. ábra mutatja a vágóhíd jövedelem adatait és a parabolikus trenddel 2012 év végéig előre jelzett értékeket. A programmal az előre jelzett értékek konfidencia intervallumait is ábrázoltuk. Az ábra alapján megállapíthatjuk, hogy a becsült értékek mozgása közelíti a vállalat 2012-ben várható jövedelem értékeit.
10.27. ábra A jövedelem adatok, a parabolikus trenddel 2012 évvégéig előre jelzett adatok és a konfidencia intervallumok ábrázolása Forrás: saját szerkesztés (GRETL képernyőkép)
Ha a reziduumokat szeretnénk az időfüggvényében megvizsgálni, akkor az eredményeknél kell a következő beállítást megtenni:
10.28. ábra Az illeszkedés pontosságvizsgálatának beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
A 10.29. ábra azt mutatja, hogy az idő változásával milyen mértékben sikerült az adatainkra illeszteni a regressziós görbét.
10.29. ábra A jövedelem adatokra illesztett másodfokú parabola reziduumainak alakulása az idő függvényében Forrás: saját szerkesztés (GRETL képernyőkép)
A maradékok normalitás vizsgálatát is el kell végezni, amit a következő beállításokkal tehetünk meg (10.30. ábra):
10.30. ábra A maradékok normalitás vizsgálatának beállítása Forrás: saját szerkesztés (GRETL képernyőkép)
A 10.31. ábra a maradékok normalitását mutatja és egyúttal a Kolmogorov-Smirnov teszt eredményét is megkapjuk.
Ez alapján megállapítható, hogy a maradékok még normális eloszlásúak, ami azt jelenti, hogy a modellünk ebből a szempontból is elfogadható.
10.31. ábra Az illesztett parabola maradéktagjainak hisztogramja Forrás: saját szerkesztés (GRETL képernyőkép)
Chapter 11. Autokorreláció és parciális autokorreláció, stacionárius és nemstacionárius idősorok, trendstacionaritás és differencia-stacionaritás vizsgálata
A hus_ar.gdt file-ban a begyűjtött adatok 2008 1. hónaptól 2011 5. hónapig álltak rendelkezésre, mely idősorban 41 megfigyelési egység (időpont) volt. Az adatok egy kereskedelmi láncban a baromfihús („hus_ar” változó) havi átlagos értékesítési árait mutatják.
A stacionaritás vizsgálata
Minden esetben, ha idősorokat akarunk vizsgálni, érdemes az idősort elsőként grafikusan is ábrázolni, így vizuálisan sok mindent meg tudunk állapítani számítások nélkül is, ahogy azt az 11.1. ábra is mutatja.
11.1. ábra A baromfi hús árának alakulása 2008 és 2011 között Forrás: saját szerkesztés (GRETL képernyőkép)
Könnyen megállapítható az ábráról, hogy az idősor nem stacionárius, mivel kifejezett trendhatást (alapvető emelkedést) lehet megfigyelni. Ennek az alátámasztására készítsünk egy korrelogrammot (15-ös késleltetésig számítva).
Látható, hogy az ACF csak a 4. időszak után cseng le és ez nem konzisztens a stacionaritás feltételezésével (11.2. ábra).
11.2. ábra A vizsgált idősor korrelogramja Forrás: saját szerkesztés (GRETL képernyőkép)
Ennek a számszerű igazolására vizsgáljuk meg az ACF értékeit és szignifikanciáit (11-1 táblázat).
11-1 táblázat Az autokorrelációs függvény értékek
Autocorrelation function for hus_ar
LAG ACF PACF Q-stat. [p-value]
1 0,7085 *** 0,7085 *** 22,1222 [0,000]
2 0,5322 *** 0,0608 34,9258 [0,000]
3 0,3934 ** -0,0075 42,1079 [0,000]
4 0,2373 -0,1096 44,7903 [0,000]
5 0,1514 0,0158 45,9132 [0,000]
6 0,0641 -0,0541 46,1200 [0,000]
7 0,0002 -0,0248 46,1200 [0,000]
8 -0,1019 -0,1484 46,6750 [0,000]
9 -0,1707 -0,0551 48,2801 [0,000]
10 -0,1662 0,0538 49,8510 [0,000]
11 -0,1784 -0,0275 51,7211 [0,000]
12 -0,2039 -0,0916 54,2485 [0,000]
13 -0,1041 0,1823 54,9303 [0,000]
14 -0,0859 -0,0581 55,4126 [0,000]
15 -0,0921 -0,0675 55,9878 [0,000]
Forrás: saját szerkesztés (GRETL output)
Az első három késleltetési szinten szignifikáns az autokorreláció (minden szokásos szignifikanciaszinten), és a parciális autokorreláció az első megfigyelésnél szignifikáns, azaz idősorunk ebből a szempontból nem stacionáris.
Az idősor transzformálása
Mivel az idősor nem stacionárius, így az ARMA-módszertan közvetlenül nem alkalmazható rá.
Ez nem probléma, ha találunk olyan transzformációt, mellyel stacionerré tudjuk tenni, akkor a transzformált folyamat modellezhető, majd a kapott eredmények (pl. előrejelzések) visszatranszformálhatóak az eredeti értelmezésbe.
Ismét megvizsgálva a 11.1. ábra adatait, láthatjuk, hogy az idősorunk lineáris trendet követ. Ezt számszerűsíthetjük, ha a GRETL környezet alatt előállítunk egy időindexet, és determinisztikus modellezést végzünk, azaz lineáris trendet illesztünk az idősorra. Az eredményt a 11.3. ábra szemlélteti.
11.3. ábra Az idősor egyszerű determinisztikus modellezése Forrás: saját szerkesztés (GRETL képernyőkép)
A modell paramétereit és illeszkedését a 11-2 táblázat tartalmazza. Jól látható, hogy a függvény paraméterei szignifikánsak és a lineáris trend közepesen illeszkedi az adatokra, mivel az R2 mutató értéke 0,458. Az átlagos árnövekedés 5,19 Ft volt havonta a vizsgált időszakban. 2007 decemberére a baromfihús trend által becsült értéke 420,3 Ft volt.
11-2 táblázat A lineáris regresszió eredménye
Model 1: OLS, using observations 2008:01-2011:05 (T = 41)
Dependent variable: hus_ar
Coefficient Std. Error t-ratio p-value
const 420,277 21,7694 19,3059 <0,00001 ***
time 5,19355 0,903145 5,7505 <0,00001 ***
Mean dependent var 529,3415 S.D. dependent var 91,84514
Sum squared resid 182596,2 S.E. of regression 68,42480
R-squared 0,458848 Adjusted R-squared 0,444972
F(1, 39) 33,06847 P-value(F) 1,15e-06
Log-likelihood -230,4064 Akaike criterion 464,8128
Schwarz criterion 468,2400 Hannan-Quinn 466,0608
rho 0,699588 Durbin-Watson 0,452186
Forrás: saját szerkesztés (GRETL output)
Mindezek alapján arra a döntésre juthatunk, hogy idősorunkat a lineáris trendtől tisztítva kell megpróbálnunk stacionarizálni. Ennek két megoldása is lehet: az idősor első differenciázottjának a kiszámítása vagy a determinisztikus trend kivonása. A kettő között az ADF-teszttel dönthetünk: ha az eredeti idősor csak konstanssal integrált, de a konstans és trend körül stacioner, akkor a determinisztikus trend kivonását érdemes alkalmazni, ha a konstans és trend körül sem stacioner, akkor a differenciázás.
Ezt a két lehetőséget megvizsgálva a GRETL-ben:
Dickey-Fuller test for hus_ar
sample size 40
unit-root null hypothesis: a = 1
test with constant
model: (1-L)y = b0 + (a-1)*y(-1) + e
1st-order autocorrelation coeff. for e: 0,028
estimated value of (a - 1): -0,205453
test statistic: tau_c(1) = -2,66725
p-value 0,08862
with constant and trend
model: (1-L)y = b0 + b1*t + (a-1)*y(-1) + ... + e
1st-order autocorrelation coeff. for e: -0,010
lagged differences: F(8, 21) = 0,834 [0,5830]
estimated value of (a - 1): -0,459736
test statistic: tau_ct(1) = -1,75622
asymptotic p-value 0,726
Jól látható, hogy mindkét esetben igaz a nullhipotézis, azaz a nemstacionaritás feltevése; ami azt jelenti, hogy a differenciázást választjuk a stacionarizálásra.
Az idősor első differenciázottjának grafikonját a 11.4. ábra mutatja.
11.4. ábra Az idősor első differenciázottja Forrás: saját szerkesztés (GRETL képernyőkép)
Az ábra alapján már feltételezhető a stacionaritás. Ezt megerősítik a 11.5. ábra és a 11.3. táblázat értékei is.
11.5. ábra Az idősor első differenciázottjának korrelogramja Forrás: saját szerkesztés (GRETL képernyőkép)
A korrelogram adattáblájából az AC és a PAC értékei mellett az is látszik, hogy a Ljung-Box Q sehol sem szignifikáns:
11-3. táblázat A differenciázott adatok autokorrelációs függvény értékei
Autocorrelation function for d_hus_ar
LAG ACF PACF Q-stat. [p-value]
1 -0,0301 -0,0301 0,0389 [0,844]
2 -0,0699 -0,0709 0,2550 [0,880]
3 -0,0003 -0,0047 0,2550 [0,968]
4 -0,0179 -0,0232 0,2701 [0,992]
5 -0,0357 -0,0377 0,3314 [0,997]
6 0,0241 0,0189 0,3601 [0,999]
7 0,1388 0,1360 1,3411 [0,987]
8 0,1386 0,1544 2,3493 [0,968]
9 -0,1190 -0,0925 3,1171 [0,959]
10 -0,0182 -0,0082 3,1356 [0,978]
11 0,0661 0,0622 3,3886 [0,985]
12 -0,3123 ** -0,3140 ** 9,2388 [0,682]
13 0,0791 0,0746 9,6286 [0,724]
14 -0,0470 -0,1315 9,7715 [0,779]
15 -0,0153 -0,0551 9,7872 [0,833]
Forrás: saját szerkesztés (GRETL output)
Ez a feltétele a stacionaritásnak; ennek igazolásához az ADF-tesztet kell alkalmaznunk.
Dickey-Fuller test for d_hus_ar
sample size 39
unit-root null hypothesis: a = 1
test with constant
model: (1-L)y = b0 + (a-1)*y(-1) + e
1st-order autocorrelation coeff. for e: -0,039
estimated value of (a - 1): -1,03252
test statistic: tau_c(1) = -6,55101
p-value 2,068e-006
with constant and trend
model: (1-L)y = b0 + b1*t + (a-1)*y(-1) + e
1st-order autocorrelation coeff. for e: -0,039
estimated value of (a - 1): -1,03346
test statistic: tau_ct(1) = -6,39881
p-value 2,194e-005
Látható, hogy a nullhipotézis elvethető és a transzformált idősorunk nem tartalmaz egységgyököt.
A transzformált idősor ARMA-modellezése
Ezek után a transzformált idősorra ARMA-modellt lehet illeszteni. A transzformált modellre adott ARMA(p,q) modell az eredeti idősort figyelembe véve ARIMA(p,1,q) modell lesz.
A legfontosabb szempont, hogy kis „p és q” értékek mellett találjunk jól illeszkedő modellt. Akár próbálkozással (p = 0, q = 0; p = 1; q = 0; p = 0; q = 1; p = 1; q = 1 stb.) is kezdhetjük a vizsgálatot és hamarosan felismerhetjük azt, hogy a p = 0; q = 0 azaz fehérzaj folyamatról van szó, mivel egyik késleltetés esetében sem találunk szignifikáns paramétereket (11-4 táblázat).
11-4 táblázat Az ARMA-modellezés eredménye
Model 2: ARMA, using observations 2008:02-2011:05 (T = 40)
Dependent variable: d_hus_ar
Coefficient Std. Error z p-value
const 19,1065 15,3655 1,2435 0,21370
time -0,352627 0,629659 -0,5600 0,57546
Mean dependent var 11,52500 S.D. dependent var 45,56314
Mean of innovations 9,99e-16 S.D. of innovations 45,96944
Log-likelihood -208,8508 Akaike criterion 421,7015
Schwarz criterion 425,0793 Hannan-Quinn 422,9228
Test for normality of residual - Null hypothesis: error is normally distributed
Test statistic: Chi-square(2) = 2,98955 with p-value = 0,2243
Forrás: saját szerkesztés (GRETL output)
Modelltulajdonságok ellenőrzése
Ezek után ellenőriznünk kell, hogy a modell szerinti reziduumok fehérzaj folyamatnak tekinthetőek-e.
11.6. ábra A reziduumok korrelogramja Forrás: saját szerkesztés (GRETL képernyőkép)
A 11.6. ábra és a 11-5. táblázatban láthatjuk (a Ljung-Box Q statisztika is ezt erősíti meg), hogy a reziduumok a vizsgált késleltetéstartományban (a 12. hónapot kivéve) teljesen mentesek minden szignifikáns autokorrelációtól és parciális autokorrelációtól:
11-5. táblázat Az idősor első differenciázottjára adott ARMA modell reziduumainak korrelogramja
Autocorrelation function for uhat5
LAG ACF PACF Q-stat. [p-value]
1 -0,0353 -0,0353 0,0537 [0,817]
2 -0,0735 -0,0748 0,2925 [0,864]
3 0,0009 -0,0046 0,2925 [0,961]
4 -0,0054 -0,0111 0,2939 [0,990]
5 -0,0290 -0,0302 0,3344 [0,997]
6 0,0314 0,0281 0,3830 [0,999]
7 0,1378 0,1368 1,3500 [0,987]
8 0,1308 0,1500 2,2488 [0,972]
9 -0,1229 -0,0932 3,0670 [0,962]
10 -0,0146 -0,0056 3,0790 [0,980]
11 0,0621 0,0532 3,3027 [0,986]
12 -0,3183 ** -0,3263 ** 9,3824 [0,670]
13 0,0728 0,0586 9,7122 [0,717]
14 -0,0532 -0,1437 9,8951 [0,770]
15 -0,0214 -0,0642 9,9258 [0,824]
Forrás: saját szerkesztés (GRETL output)
Ezen kívül a reziduumok eloszlásának normálisnak kell lennie, amit tudunk ellenőrizni a GRETL-ben. A következő 11.7. ábrán grafikusan is látható a normalitásra vonatkozó hipotézisvizsgálat eredménye, mely egyértelműen alátámasztja a normalitást.
11.7. ábra Az idősor első differenciázottjára adott ARMA modell reziduumainak normalitásvizsgálata Forrás: saját szerkesztés (GRETL képernyőkép)
Az eddigiek alapján megállapítható, hogy a modellel nem tudunk előre jelezni, mivel egy fehér zaj folyamatról van szó.
Chapter 12. ARIMA folyamat vizsgálata
A 10. fejezetben már vizsgált jovedelem.gdt file-ban a begyűjtött adatok 2004 1. hónaptól 2012 4. hónapig álltak rendelkezésre, mely idősorban 100 megfigyelési egység (időpont) volt. Az adatok egy vágóhíd millió Ft-ban kifejezett havi jövedelmének alakulását („jovedelem” változó) mutatták. A negatív értékek azt jelentették, hogy az adott hónapban veszteséges volt a vállalkozás.
A stacionaritás vizsgálata
Minden esetben, ha idősorokat akarunk vizsgálni, érdemes az idősort elsőként grafikusan is ábrázolni, így vizuálisan sok mindent meg tudunk állapítani számítások nélkül is, ahogy azt a 12.1. ábra is mutatja.
12.1. ábra A vágóhíd havi jövedelmének alakulása 2004 és 2012 között Forrás: saját szerkesztés (GRETL képernyőkép)
Könnyen megállapítható az ábráról, hogy az idősor nem stacionárius, mivel 2008-ig kifejezett trendhatást (alapvető csökkenést) lehet megfigyelni. Ennek az alátámasztására készítsünk egy korrelogrammot (15-ös késleltetésig számítva).
Látható, hogy az ACF egyáltalán nem cseng le, ami nem felel meg a stacionaritás feltételezésének.
12.2. ábra A szintben vizsgált idősor korrelogramja Forrás: saját szerkesztés (GRETL képernyőkép)
Ennek számszerű igazolására vizsgáljuk meg az ACF értékeit és szignifikanciáit is (12-1. táblázat).
12-1. táblázat Az autokorrelációs függvény értékek
Autocorrelation function for jovedelem
LAG ACF PACF Q-stat. [p-value]
1 0,9389 *** 0,9389 *** 90,8264 [0,000]
2 0,8672 *** -0,1209 169,1043 [0,000]
3 0,7841 *** -0,1295 233,7481 [0,000]
4 0,7009 *** -0,0330 285,9388 [0,000]
5 0,6096 *** -0,1125 325,8361 [0,000]
6 0,5331 *** 0,0814 356,6801 [0,000]
7 0,4709 *** 0,0678 381,0056 [0,000]
8 0,4230 *** 0,0430 400,8444 [0,000]
9 0,3779 *** -0,0398 416,8547 [0,000]
10 0,3357 *** -0,0492 429,6268 [0,000]
11 0,2999 *** 0,0149 439,9352 [0,000]
12 0,2822 *** 0,1304 449,1628 [0,000]
13 0,2560 ** -0,0961 456,8460 [0,000]
14 0,2293 ** -0,0300 463,0814 [0,000]
15 0,2155 ** 0,1045 468,6545 [0,000]
Forrás: saját szerkesztés (GRETL output)
Kivétel nélkül minden késleltetésen szignifikáns az autokorreláció, azaz idősorunk ebből a szempontból egyértelműen nem stacionáriusnak tűnik.
Az idősor transzformálása
Mivel az idősor nem stacionárius, így az ARMA-módszertan közvetlenül nem alkalmazható rá.
Ez azonban önmagában még nem probléma, hiszen ha találunk olyan transzformációt, mellyel stacionerré tudjuk tenni, akkor a transzformált folyamat modellezhető, majd a kapott eredmények (pl. előrejelzések) visszatranszformálhatóak az eredeti értelmezésbe.
Újra megnézve most az 12 1. ábra-t, jól látszik, hogy az idősorban van egy csökkenő lineáris trend hatás. Ahhoz, hogy ezt számszerűsíteni tudjuk a GRETL környezet alatt fel kell vennünk egy időindexet, és ennek segítségével determinisztikus modellezést tudunk végezni. (Ez azt jelenti, hogy lineáris trendet illesztünk az idősorra.) Az eredményt a 12.3. ábra szemlélteti.
12.3. ábra Az idősor egyszerű determinisztikus modellezése Forrás: saját szerkesztés (GRETL képernyőkép)
Az illeszkedés gyenge (12-2 táblázat), az R2 mutató értéke 0,27. A trend által becsült jövedelem havi átlagos csökkenése 0,53 millió Ft volt (ez szignifikáns érték volt).
12-2 táblázat A lineáris regresszió eredménye
Model 1: OLS, using observations 2004:01-2012:04 (T = 100)
Dependent variable: jovedelem
Coefficient Std. Error t-ratio p-value
const 6,13158 5,04798 1,2147 0,22742
time -0,534249 0,086783 -6,1561 <0,00001 ***
Mean dependent var -20,84800 S.D. dependent var 29,35024
Sum squared resid 61499,44 S.E. of regression 25,05085
R-squared 0,278872 Adjusted R-squared 0,271513
F(1, 98) 37,89812 P-value(F) 1,64e-08
Log-likelihood -462,9745 Akaike criterion 929,9490
Schwarz criterion 935,1594 Hannan-Quinn 932,0577
rho 0,940855 Durbin-Watson 0,138682
Forrás: saját szerkesztés (GRETL output)
Mindezek alapján arra a döntésre juthatunk, hogy idősorunkat a lineáris trendtől tisztítva kell megpróbálnunk stacionarizálni. Ismételten két féle képen oldhatjuk meg a problémát: az idősor első differenciázottjának a kiszámításával vagy a determinisztikus trend kivonásával. A kettő közötti döntésben az ADF-teszt nyújt segítséget: ha az eredeti idősor csak konstanssal integrált, de a konstans és trend körül stacioner, akkor a determinisztikus trend kivonását kell elvégezni, de ha a konstans és trend körül sem stacioner, akkor a differenciázást javasolt alkalmazni.
Ezt a két lehetőséget megvizsgálva a GRETL-ben:
Dickey-Fuller test for jovedelem
sample size 99
unit-root null hypothesis: a = 1
test with constant
model: (1-L)y = b0 + (a-1)*y(-1) + e
1st-order autocorrelation coeff. for e: 0,094
estimated value of (a - 1): -0,0588657
test statistic: tau_c(1) = -1,86434
p-value 0,3478
with constant and trend
model: (1-L)y = b0 + b1*t + (a-1)*y(-1) + e
1st-order autocorrelation coeff. for e: 0,093
estimated value of (a - 1): -0,0578633
test statistic: tau_ct(1) = -1,5281
p-value 0,8134
Jól látszik, hogy egyik esetben sem tudjuk elvetni a nullhipotézist, azaz a nemstacionaritás feltevését, ami azt jelenti, hogy a differenciázást választjuk a stacionarizálásra.
Az idősor első differenciázottjának grafikonját a 12.4. ábra mutatja.
12.4. ábra Az idősor első differenciázottja Forrás: saját szerkesztés (GRETL képernyőkép)
Ha megvizsgáljuk a korrelogramot, azt láthatjuk, hogy már nem találhatunk szignifikánsan kiugró értékeket az ACF és a PACF oszlopokban (12.5. ábra).
12.5. ábra A differenciázott jövedelem korrelogramja Forrás: saját szerkesztés (GRETL képernyőkép)
A korrelogram adattáblájából (12-3. táblázat) az AC és a PAC értékein túl az is látszik, hogy a Ljung-Box Q sehol nem lesz szignifikáns:
12-3. táblázat Az autokorrelációs függvény értékek
Autocorrelation function for d_jovedelem
LAG ACF PACF Q-stat. [p-value]
1 0,0749 0,0749 0,5717 [0,450]
2 0,0338 0,0283 0,6892 [0,708]
3 -0,0285 -0,0333 0,7738 [0,856]
4 0,0951 0,0994 1,7250 [0,786]
5 -0,1206 -0,1355 3,2713 [0,658]
6 -0,1494 -0,1402 5,6710 [0,461]
7 -0,0951 -0,0614 6,6538 [0,466]
8 -0,0012 0,0004 6,6539 [0,574]
9 -0,0355 -0,0158 6,7938 [0,659]
10 -0,0952 -0,0873 7,8111 [0,647]
11 -0,1149 -0,1288 9,3123 [0,593]
12 0,1617 0,1518 12,3166 [0,421]
13 0,0424 0,0087 12,5254 [0,485]
14 -0,0837 -0,1126 13,3491 [0,499]
15 -0,0433 -0,0310 13,5722 [0,558]
16 0,0842 0,0166 14,4261 [0,567]
17 0,1228 0,1155 16,2660 [0,505]
18 0,0012 0,0284 16,2662 [0,574]
19 -0,1164 -0,1449 17,9586 [0,525]
20 0,0134 -0,0170 17,9813 [0,589]
Forrás: saját szerkesztés (GRETL output)
Ha ezek után elvégezzük az ADF tesztet, megvizsgálhatjuk, hogy van-e még egységgyök az adatsorban.
Dickey-Fuller test for d_jovedelem
sample size 98
unit-root null hypothesis: a = 1
test with constant
model: (1-L)y = b0 + (a-1)*y(-1) + e
1st-order autocorrelation coeff. for e: -0,014
estimated value of (a - 1): -0,925104
test statistic: tau_c(1) = -9,11506
p-value 6,105e-009
with constant and trend
model: (1-L)y = b0 + b1*t + (a-1)*y(-1) + ... + e
1st-order autocorrelation coeff. for e: 0,019
lagged differences: F(10, 75) = 1,059 [0,4043]
estimated value of (a - 1): -1,98589
test statistic: tau_ct(1) = -4,46203
asymptotic p-value 0,001686
Látható, hogy a nullhipotézis minden szokásos szignifikanciaszinten elvethető és a transzformált idősorunk nem tartalmaz egységgyököt.
A transzformált idősor ARMA-modellezése
Ezek után a transzformált idősorra ARMA-modellt kell illeszteni. Figyeljünk arra, hogy a transzformált modellre adott ARMA(p,q) modell az eredeti idősort tekintve ARIMA(p,1,q) modell lesz.
A legfontosabb szempont, hogy lehetőleg kis p,q értékek mellett találjunk kellően illeszkedő modellt. A próbálkozások után megállapítható, hogy egy p = 1; q = 0 folyamatról van szó, mivel egy késleltetés esetében találtunk szignifikáns paramétert.
Tehát a modellünk az ARIMA (1,1,0) folyamatot írja le:
Model 2: ARMA, using observations 2004:01-2012:04 (T = 100)
Dependent variable: jovedelem
Standard errors based on Hessian
Coefficient Std. Error z p-value
const -13,2325 15,9304 -0,8306 0,40617
phi_1 0,949961 0,0286911 33,1099 <0,00001 ***
Mean dependent var -20,84800 S.D. dependent var 29,35024
Mean of innovations -0,317114 S.D. of innovations 9,157329
Log-likelihood -364,5129 Akaike criterion 735,0258
Schwarz criterion 742,8413 Hannan-Quinn 738,1888
Real Imaginary Modulus Frequency
AR
Root 1 1,0527 0,0000 1,0527 0,0000
Modelltulajdonságok ellenőrzése
Mielőtt a modellt bármilyen vizsgálatra felhasználjuk, ellenőriznünk kell megfelelőségét, mindenekelőtt, hogy a modell szerinti reziduumok valóban fehérzajnak tekinthetőek-e.
12.6. ábra Az idősor első differenciázottjára adott ARMA modell reziduumainak korrelogramja Forrás: saját szerkesztés (GRETL képernyőkép)
A 12.6. ábra mutatja a reziduumok korrelogramját. Az ábrán jól láthatjuk (ezt a Ljung-Box Q statisztika is megerősíti), hogy a reziduumok a vizsgált késleltetéstartományban teljesen mentesek minden szignifikáns autokorrelációtól és parciális autokorrelációtól (12-4. táblázat).
12-4. táblázat Az autokorrelációs függvény értékek
Autocorrelation function for uhat2
LAG ACF PACF Q-stat. [p-value]
1 0,1104 0,1104 1,2569 [0,262]
2 0,0959 0,0847 2,2137 [0,331]
3 0,0229 0,0039 2,2686 [0,519]
4 0,0705 0,0608 2,7960 [0,593]
5 -0,0982 -0,1162 3,8309 [0,574]
6 -0,1039 -0,0966 5,0020 [0,544]
7 -0,1003 -0,0663 6,1044 [0,528]
8 -0,0186 0,0131 6,1429 [0,631]
9 -0,0092 0,0252 6,1525 [0,725]
10 -0,0617 -0,0579 6,5846 [0,764]
11 -0,1301 -0,1347 8,5237 [0,666]
12 0,0948 0,1089 9,5648 [0,654]
13 0,0255 0,0158 9,6409 [0,723]
14 -0,0897 -0,1116 10,5945 [0,718]
15 -0,0159 0,0059 10,6249 [0,779]
16 0,0319 0,0024 10,7489 [0,825]
17 0,0828 0,0743 11,5918 [0,824]
18 0,0548 0,0597 11,9647 [0,849]
19 -0,0884 -0,1285 12,9495 [0,841]
20 0,0107 -0,0000 12,9640 [0,879]
Forrás: saját szerkesztés (GRETL output)
További elvárás, hogy a reziduumok eloszlása normális legyen. Ezt szintén gyorsan ellenőrizhetjük GRETL-ben. A következő ábrán látható a normalitásra vonatkozó hipotézisvizsgálat eredménye is, mely egyértelműen alátámasztja a normalitást.
12.7. ábra Az idősor első differenciázottjára adott ARMA modell reziduumainak normalitásvizsgálata Forrás: saját szerkesztés (GRETL képernyőkép)